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Resumo da Dissertacdo apresentada a COPPE/UFRJ como parte dos requisitos

necessarios para a obtencao do grau de Mestre em Ciéncias (M.sc.)
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Vinicius Layter Xavier

Marg¢o/2012

Orientador: Felipe Maia Galvao Franca

Programa: Engenharia de Sistemas e Ciéncia da Computagao

Este trabalho considera a resolu¢do do problema de agrupamento correspondente
a minimiza¢do da soma das distancias euclideanas das observacdes aos seus centrdides,
através do uso da técnica de suavizacdo hiperbodlica. A modelagem matemaética deste
problema leva a uma formulagcdo min-sum-min que, além de sua intrinseca natureza bi-
nivel, tem a importante caracteristica de ser um problema fortemente nio-diferencidvel
e ndo-convexo, com um grande nimero de minimos locais. A estratégia de suavizagao
hiperbolica resolve uma seqiiéncia de subproblemas diferencidveis de otimizacdo
irrestrita de baixa dimensao, que gradualmente se aproxima do problema original. A
confiabilidade e a eficiéncia do método sdo ilustradas através de um conjunto de
experimentos computacionais. Deve-se enfatizar que a metodologia proposta pode ser
aplicada para a resolucdo do problema de localizacdo de Fermat-Weber, que € andlogo

ao problema tratado.
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RESOLUTION OF THE CLUSTERING PROBLEM ACCORDING TO THE SUM OF
DISTANCE CRITERIA

Vinicius Layter Xavier

March/2012

Advisor: Felipe Maia Galvao Franca
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This work considers the clustering problem corresponds to the minimization of
the sum of the euclidean distances of observations to their cluster centroids. The
mathematical modeling of this problem leads to a min-sum-min formulations which in
addition to its intrinsic bi-level nature, has the significant characteristic of being
strongly non-differentiable and non-convex problem with a large number of local
minima. The hyperbolic smoothing strategy solves a sequence of low dimension
differentiable unconstrained optimization sub-problems, which gradually approaches the
original problem. The reliability and efficiency of the method are illustrated via a set of
computational experiments. It must be emphasized that the proposed methodology can

be analogously applied to the solving of the Fermat-Weber location problem.
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1 - Introducao

1.1 - Anadlise de agrupamentos

Existe uma crescente necessidade por processos automdticos que executam O
particionamento de dados em conjunto de grupos. Por exemplo, as bibliotecas digitais e
a internet vém crescendo exponencialmente e a habilidade de encontrar informacdes
uteis depende dos algoritmos de classificacdo. Técnicas de Clustering podem ser usadas
para descobrir grupos naturais em conjuntos de dados e identificar estruturas abstratas
que possam existir, sem ter qualquer conhecimento prévio das caracteristicas dos dados.

(KOGAN, 2007)

Andlise de agrupamento ou clustering consiste em agrupar um conjunto de
observacdes de modo que as observagdes que pertengam a um mesmo grupo sejam
parecidas entre si e diferentes das dos demais grupos. Desta forma temos dois principios
basicos da andlise de agrupamento que sao homogeneidade e separacdo. Sendo assim,
quanto mais homogéneos sdo elementos dentro de um grupo mais separados ou

diferentes sao os grupos.

O procedimento de classificacdo constitui umas das mais bdésicas atividades
culturais da humanidade e € fundamental para a ciéncia (ANDERBERG, 1973). De
acordo com EVERITT e LEESE (2001), nomear e classificar sdo essencialmente
sindnimos. Desta forma, quando damos nome a algo muitas vezes realizamos até
mesmo sem perceber o ato de classificar, pois o nome representa uma espécie de rétulo
para uma classe, ou grupo, e por outro lado, quando temos a informagao da classe ou o
rétulo, podemos inferir as propriedades de um especifico objeto baseado na categoria ao

qual pertence.

Na histéria da humanidade, a astronomia iniciou-se nomeando as estrelas e
planetas, a biologia moderna se iniciou com o sistema de nomenclatura de Lineu, o qual
basicamente ainda é usado nos dias atuais. (HAMPEL, 2002). Em qualquer campo do

conhecimento humano, um dos mais importantes procedimentos de andlise de dados é



classificar os dados em um conjunto de categorias, formando classes ou grupos,

conforme registra Xu e Wunsch (2009).

Sistemas de classificacdo podem ser divididos em supervisionados ou nao
supervisionados. Os sistemas supervisionados partem da hipétese de que no espaco das
observagdes existem grupos pré-definidos, ou seja, existe um conhecimento prévio da
estrutura dos dados em que a especificagdo da pertinéncia a um dos grupos € conhecida
a priori para cada uma das observacdes. Assim, na classificacdo supervisionada, o
desafio € dada uma nova observagdo, poder classificad-la dentro de um dos grupos

usando a estrutura intrinseca aos dados de entrada. (XU; WUNSCH, 2009 ).

A Figura 1.1 se refere a um exemplo de classificacao supervisionada apresentada
por DUDA, HART e STORK (2001), em que se tem dois grupos definidos a priori.
Podemos ver a simplicidade do classificador dada pela reta desenhada: um novo peixe
serd classificado como salmon, se estiver a esquerda dessa linha e como sea bass em

caso contrario.
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Figural.l: Classificador de peixes: salmon e sea bass

Os sistemas ndo supervisionados, também conhecidos como agrupamento ou
clustering, t€m o objetivo de separar um conjunto de observagdes nao classificadas em
um numero discreto de grupos que sao definidos pela estrutura natural dos dados, sem
uso de qualquer informacgdo prévia sobre os grupos (XU; WUNSCH, 2009 ). Deste modo,

quando se tem necessidade de explorar a desconhecida natureza dos dados independente



de se ter uma pré-informacgdo de pertinéncia, a anélise de clustering € a ferramenta mais

adequada (XU; WUNSCH, 2009 ).

Em andlise de clustering, quando a representacdo de dados € feita com poucos
clusters, necessariamente se perde certos detalhes mais finos, semelhantemente ao
processo de perda de dados por compressdao. De outro lado, consegue-se simplificacao,
pois € possivel representar muitos dados em um pequeno numero de grupos.

(BERKHIN, 2002).

Agrupamento também € um processo subjetivo, deste modo, € necessario
atencdo extra ao se realizar uma andlise de cluster nos dados. A subjetividade estd
presente em diversos aspectos, entre eles nas hipdteses estabelecidas sobre os dados, a
defini¢ao da medida de proximidade, a determinacao do nimero de grupos, a selecdo do
algoritmo de agrupamento e a determinacdo dos indices de validagcdo (XU; WUNSCH,

2009 ).

Além disso, para mesmo conjunto de dados, objetivos diferentes geralmente
levam a diferentes particdes. Um exemplo simples e direto € na particio de animais:
uma 4guia, um candrio, um ledo, uma pantera € um carneiro. Se 0s animais sao
divididos com base no critério de poder ou ndo voar, temos dois clusters: com a dguia
e 0 candrio em um grupo e o restante em outro grupo. No entanto, se mudarmos o
critério e avaliarmos se eles sdo ou ndo carnivoros, temos uma particio completamente
diferente com o candrio e o carneiro em um cluster e os outros trés no segundo grupo

(XU; WUNSCH, 2009 ).

Sendo assim, de modo geral, toda classificacio depende da capacidade de
avaliagdo e do discernimento do usudrio. A figura 1.2, apresentada originalmente em
(XU; WUNSCH, 2009 ), mostra uma ilustracao do papel da subjetividade nos resultados
de uma andlise de agrupamento. Nesse exemplo, € possivel agrupar os dados em quatro

grandes grupos, entretanto uma andlise mais detalhada poderia nos levar a nove grupos.
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Figura 1.2. Papel da Subjetividade em anélise de agrupamentos

Os diferentes critérios de agrupamento podem atribuir um individuo especifico a
diferentes grupos e, portanto, produzir diferentes parti¢des. No entanto, em geral ndo ha
absolutamente qualquer maneira de se determinar qual € o melhor critério. De fato, cada
critério tem seu uso adequado a situacdes particulares, embora alguns deles possam ser

aplicados as mais vastas situacdes do que outros (XU; WUNSCH, 2009 ).

Uma questdo importante refere-se ao critério a ser utilizado para se decidir até
que ponto dois elementos do conjunto de dados podem ser considerados como
semelhantes ou ndo. Para responder a esta questdo € necessario considerar medidas que
descrevem a similaridade entre os elementos de acordo com as caracteristicas que foram
medidas. Existe uma grande variedade de medidas, determinadas pelas especificidades
das diferentes aplicagdes, cada uma delas produzindo um determinado resultado de
agrupamento, caso aplicadas a um mesmo conjunto de observacdes. HANSEN e

JAUMARD (1997) dissertam em detalhes sobre essa questao.

1.2 - Agrupamento segundo Critério de Minimizacio Soma de
Distancias

O objetivo central do presente trabalho considera a resolu¢do do problema de
agrupamento segundo o critério de minimizacdo da soma das distancias. O problema

considerado ¢é especificado a seguir.



Seja S ={s,,5,,...,5,,} um conjunto de m observagdes pertencentes a um

espaco euclideano com n dimensdes. Essas observacdes devem ser agrupadas em um

determinado nimero ¢ de grupos. Para cada grupo temos um centrdide associado,

z

xeR",i=1--,q. O conjunto das coordenadas dos centréides, x,,i=1,...,q, ¢é

representado por um vetor X € R .

O procedimento de separacdo do conjunto das m observagdes no numero g de

grupos deve ser efetuado de modo a minimizar a soma das distancias das observacoes
aos centréides do grupo em que estdo associadas. Dessa forma, temos o problema de
agrupamento ou clustering segundo o critério de minimizacdo da soma de distancias

como um problema do tipo min-sum-min:

X" =argmin Zm:mlln Hsj _xin (D

XeR" o
1.3 - Problema de localizacio de Fermat-Weber

Decisdes sobre onde se deve localizar as facilidades, que podem ser fabricas,
depdsitos, escolas e antenas, considerando a populacdo que deve ser servida, sdo de
estrema importancia para a sociedade e fundamentais para os prestadores de servigos.
“Em geral, varias facilidades serdo localizadas, que por sua vez, serdo alocadas aos seus
clientes. Desta forma tais problemas sdo também conhecidos como problemas de

localizacdo-alocagdo”, conforme registram ARAKAKI e LORENA (2006).

Esfor¢os significativos de pesquisa t€ém sido dedicados a problemas de
localizag¢do, porque estes problemas sdo de grande importincia pratica, ao lado dos
interesses de natureza tedrica. Esses modelos ndo sdo usados apenas para otimizar a
localizac@o de instalagdes, mas também aparecem como subproblemas de um espectro
mais amplo de problemas de logistica. Em outras 4reas cientificas, sob aparéncia
diferente, problemas equivalentes também sdo estudados. Por exemplo, em localizacdao
discreta, duas de suas variagdes, o problema p-mediana e o problema de localizacdo de
uma unica simples fabrica, podem ser considerados os dois problemas mais estudados,

segundo GARCIA, LABBE e MARIN (2010).



Para problemas reais de localizacdo, uma freqiiente questao é localizar um objeto
ou mais objetos, comumente chamados de facilidades, de modo a minimizar a soma de
distancias aos pontos de atendimento ponderadas pelos seus valores de demanda. Esse

critério, natural e intuitivo, é o mais freqiientemente adotado nos estudos de localizacao.

Adotando a mesma notagdo da sec¢do anterior e denominando por w; a

demanda associada ao ponto de atendimento j , esse problema de localizacao pode ser
colocado sob a forma:

m
* . .
X =argmm§ wAmmHsA—x.H . 2)
J . J il
Xesnnq 1

Essa formulacdo constitui-se no famoso problema de Fermat-Weber ou
problema continuo da p-mediana ou Multisource Weber Problem, que busca minimizar
o custo total de transporte das facilidades as cidades, ponderando o peso especifico de

cada uma delas.

Dessa forma, pode ser visto facilmente que o problema de agrupamento segundo
o critério de minimizacdo da soma de distancias (1) equivale ao problema de Fermat-
Weber (2), unicamente considerando as demandas com valores unitdrios,

w; =1, j=1,---,m.

Finalmente, deve-se ressaltar que todos os procedimentos metodolégicos
apresentados no desenvolvimento deste trabalho para resolugdo do problema (1)
podem ser utilizados para resolu¢do do problema de Fermat-Weber, bastando tnica e

exclusivamente incluir os valores das demandas w; =1, j=1---,m nos lugares

pertinentes.



2 — Métodos de Agrupamento

Nesse capitulo, faremos uma descri¢do sucinta de algumas das diversas
alternativas metodoldgicas utilizadas para se resolver problemas de agrupamento. Sendo
assim, o objetivo deste capitulo é fornecer uma revisao bibliogrifica abrangendo os

diferentes métodos de agrupamento.

Hé4 atualmente uma vasta quantidade de algoritmos de agrupamento. Uma
excelente revisdo sobre métodos de agrupamento pode ser encontrada no artigo Data
Clustering: A Review (JAIN; MURTY; FLYNN, 1999). Mais recentemente, 0s artigos
Recent Advances in Clustering: A Brief Survey (KOTSIANTIS; PINTELAS, 2004) e
Survey of clustering data mining techniques (BERKHIN, 2002) abordam as principais

técnicas de agrupamento, incluindo alguns métodos mais novos.

Como ressaltado em BERKHIN, 2002, a especificacdo de classificagdes para os
algoritmos de agrupamento ndo € uma tarefa simples, nem candnica, de modo que pode
ocorrer uma certa sobreposicao entre as diferentes classes definidas. Os trés trabalhos

citados acima divergem nesse topico.

Na classificagdo cldssica, os algoritmos de agrupamento sdo comumente
divididos em Hierdrquicos e em Particionais. A categorizacdo, a seguir apresentada, ¢
resultado de uma compilacdo daquelas estabelecidas pelas trés referéncias acima

destacadas.

Métodos Hierarquicos
Métodos de Particionamento e realocagdo
k-means
k-medoides
CLARA
Meétodos de Particionamento fundamentados em modelos probabilisticos
EM
Métodos de Particionamento com base em concentracdo de pontos

DBSCAN



Métodos de Particionamento baseados na estrutura de grade Grid based method
STING
CLIQUE

A seguir, cada uma das categorias serd descrita de uma forma sucinta.

2.1 - Métodos Hierarquicos

Os agrupamentos do tipo hierdrquico produzem uma hierarquia entre os grupos.
Essa hierarquia pode ser representada por uma arvore de grupos, que é conhecida como
dendograma. Nessa representacdo as observagdes de dados individuais sdo as folhas da
arvore e os nos do interior sdo aglomerados de grupos. Os métodos hierdrquicos

permitem, assim, a exploragdo dos dados em diferentes niveis de granularidade.

Os métodos de agrupamento hierdrquico sdo classificados em métodos
aglomerativos (bottom-up) e métodos de divisdo ou divisivos (fop-down). Na
abordagem dos métodos aglomerativos, inicia-se com cada observagao do conjunto de
dados em um distinto grupo e sucessivas incorporagdes de observacdes sao realizadas
até que todas as observacdes pertencam a um Unico grupo. Na abordagem dos métodos
divisivos inicia-se com um unico grupo contendo todas as observacdes do conjunto de
dados e recursivas divisdes sdo executadas até que o ndimero de grupos seja igual ao

nimero de observacoes.

Os métodos hierdrquicos sdo muito naturais e intuitivos, tendo sido utilizados
por Aristételes, ja na Antiga Grécia. Algumas vantagens do agrupamento hierdrquico

Sao:

* Flexibilidade em relacdo ao nivel de granularidade dos grupos

* Nao é necessdrio definir o nimero de grupos a priori

* Facilidade de lidar com diversas funcdes de similaridade ou distancia
* Aplicabilidade a qualquer tipo de atributo

* Bons resultados graficos estdo integrados nos métodos

Os métodos hierdrquicos apresentam, entretanto, importantes desvantagens:



* A maioria dos algoritmos hierdrquicos ndo possui habilidade de executar
ajustes uma vez que os grupos sdo criados, os elementos agrupados ndo podem ser
alocados a novos grupos.

* Nao € aplicdvel a grandes massas de dados.

Nos agrupamentos hierdrquicos, a representacao tradicional ponto por atributo
de dados, onde sdo especificadas as coordenadas de cada observacao, é muitas vezes de
importancia secundédria. Em vez disso, € utilizado uma matriz NxN , onde N é o
nimero de observagdes, correspondente a matriz de distancias (dissimilaridades) ou de

semelhancas, por vezes chamada de matriz de conectividade.

Com a matriz de conectividade podemos associar um grafo G(V,A), cujos

vértices sdo as observacdes de dados e cujas arestas sdo representadas pela matriz de
conectividade. Com isso, se estabelece uma conexdo entre os problemas de

agrupamento hierarquico e o problema de particionamento em grafos.

A metodologia de agrupamentos hierdarquicos apresenta dificuldades quando
aplicada para um grande conjunto de dados, pois é necessdrio manter a matriz de

conectividade na memoria.

A adequacdo dos grupos para a fusdo, no caso aglomerativo, ou divisao dos
grupos, no caso divisivo, € influenciada pela escolha da fun¢do de similaridade dos
elementos dos grupos, pois existe a presuncao geral de que os grupos consistem em
pontos similares. Para mesclar ou dividir subconjuntos de pontos ao invés de pontos
individuais, a distancia entre os individuos tem que ser generalizada para uma distancia
entre subconjuntos. Deste modo, uma medida de proximidade derivada, chamada de
ligagcdao métrica (linkage metrics) € utilizada. Assim, o tipo de ligacao métrica utilizada
tem um impacto significativo em algoritmos hierdarquicos, pois reflete um conceito de

proximidade e conectividade.

Umas das mais simples métricas de ligagdo sdo o Encadeamento Simples (Single
linkage), conhecido como vizinho mais préximo, e o Encadeamento completo (complete

linkage), conhecido como vizinho mais longe.



A métrica de Encadeamento Simples (Single linkage) é frequentemente adotada
e estd relacionada com o problema de encontrar a arvore geradora de peso minimo, cuja
resolucdo tem complexidade O(N?) onde N corresponde ao niimero de observagdes. O
método usa a menor distancia inter-clusters definida em termos de pares de nds, um em
cada grupo respectivo, e, dessa forma, estd naturalmente relacionado com o grafo de
conectividade G(V,A) , apresentado anteriormente. O algoritmo MST (Minimum
Spanning Tree), ¢ um exemplo de algoritmo hierdrquico divisivo que lida directamente

como grafo de conectividade (JAIN; DUBES, 1988)

Outros métodos utilizam informacao geométrica, onde a distancia inter-cluster é
definida em termos de todos os elementos do grupo, ou, alternativamente, onde o grupo
¢ representado pelo seu ponto central. Alguns métodos desse tipo de ligacdo s@o abaixo

relacionados:

= método de ligacdo por centrdide (Centroid method)
= método de ligacdo por mediana
= método Ward de ligacdo

= método de ligacdo por média (Average linkage)
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Figura 2.2 - Dendograma dos estados Americanos
A figura 2.2 ilustra uma classificacdo obtida pela utilizacdo de um método
hierarquico. Esse grafico tem como base um método aglomerativo utilizando a distancia
euclidiana conjugada a métrica de encadeamento médio. A sua geracdo foi feita através
do software estatistico R, pela funcdo hclust da biblioteca stats, conforme cddigo

mostrado no Anexo 1.1.

2.2 1 - Métodos de Particao e realocacao

Como relatado, uma das principais desvantagens dos métodos hierdarquicos € a
falta de habilidade de executar ajustes. Ao contrdrio dos tradicionais métodos
hierarquicos, em que os grupos ndo sdo revisitados depois de terem sido construidos, os
algoritmos de realocacdo melhoram gradualmente os grupos, resultando em clusters de

melhor qualidade.

Basicamente, os algoritmos de particionamento e realocagdo, dividem os dados
em vdarios subgrupos. Entretanto, a verificacdo de todos os possiveis subconjuntos é
computacionalmente invidvel. Deste modo, foram desenvolvidas diferentes Heuristicas
que executam a realocacdo de forma iterativa, re-atribuindo as observagdes entre os

grupos.

2.2.1 - Algoritmo k-means

Entre os algoritmos de agrupamento do tipo particdo, o algoritmo k-means é
destacadamente o mais importante, originalmente proposto por MacQueen (1967). O
algoritmo k-means é amplamente utilizado nas mais diversas aplicacdes. Na area de
mineracdo de dados, por exemplo, entre intimeros algoritmos, foi classificado como o

segundo mais importante em data mining, conforme WU et al. (2007).

O algoritmo k-means trata do problema de agrupamento segundo o critério de

minima soma de quadrados:
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onde x; ¢ o centro de gravidade do grupo i, sendo s, uma observagdo genérica J,

que pertence ao grupo i.

Desde o surgimento do algoritmo k-means, inimeros aprimoramentos e
variagdes t€m sido propostos, como aqueles mostrados em HANSEN e MLADENOVIC
(2001), LIKAS et al. (2003), HANSEN ef al. (2005) e BAGIROV (2008)..

O algoritmo k-means é um método iterativo simples para particionar um
conjunto de dados em um nimero de grupos especificado pelo usudrio. Basicamente o

algoritmo, em suas diversas formas, possui a seguinte estrutura de passos.

Algoritmo k-means

Passo 1: selecdo de k pontos para sementes iniciais dos centréides dos k grupos.
Passo 2: cada observacdo € associado a um cluster, para o qual a dissimilaridade entre
o0 objeto e o centro do cluster € menor que as demais.

Passo 3: os centros dos clusters sdo recalculados, redefinindo cada um em fungdo da
média de todas as observacdes atribuidas ao grupo.

Passo 4: retorna ao passo 2 até que os centros dos clusters se estabilizem.

O passo 2 tem como resultado um particionamento das observacdes. A cada
iteracdo, os objetos sdo agrupados em func¢do do centro do grupo mais préximo,
ocorrendo realocagdo dos objetos entre os grupos. Por conseqiiéncia, os centros dos
clusters, também chamados de centréides, sio modificados e recalculados no passo 3,
prosseguindo iterativamente até que os centréides ndo sejam mais deslocados, ou seja,

até que haja uma convergéncia da sequéncia de centréides.
A distancia euclidiana é utilizada como medida de proximidade padrao. Nesse

caso pode-se facilmente mostrar que a func¢do de custo (3), ndo-negativa, ird sempre

decrescer quando houver uma mudanga nos passos 2 e 3. Sendo assim, a convergéncia é

12



garantida em um nudmero finito de itera¢des, desde que o nimero de particionamentos

seja finito.

O algoritmo € normalmente bastante sensivel em relagao as sementes iniciais dos
centrdides, sendo a convergéncia garantida apenas para um 6timo local. Existem vdrias
técnicas para a selecdo destas sementes iniciais, sendo a mais simples a amostragem de
forma aleatéria do conjunto de dados, definindo as observacdes da amostra como 0s

centréides iniciais

Esse algoritmo € muito sensivel a ruidos, uma vez que o método considera a
soma dos desvios ao quadrado em relacdo aos centros de gravidade. Além disto, é
inadequado para descobrir grupos com formas nao convexas ou de tamanhos muito
diferentes. Este método é muito utilizado, quando se tem a hipétese dos grupos serem

esféricos.

2.2.2 - Algoritmo k-Medoids

A diferenca basica em relacdo ao k-means estd na utilizacdo de uma das
observacdes do conjunto original como elemento representativo, chamado medoid,
localizado mais no meio do cluster, ao invés da tradicional escolha do centro de

gravidade do grupo.

Nos algoritmos k-medoids os grupos sao definidos como subconjuntos de pontos
que estdo mais proximos dos seus elementos representativos, que sdo chamados de
medoides. O medoid pode ser definido como o objeto do grupo, cuja soma das
dissimilaridades a todos os objetos do mesmo grupo seja minima, o que € equivalente a

média dessa soma ser minima.
Assim como o k-means, esse método é bem adequado na hipétese dos grupos

serem esféricos, ocupando cada medoide uma observacdo mais central do grupo.

Entretanto, esse método € menos sensivel a ruidos de que o k-means, pois ndo avalia os
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desvios das observacdes aos centréides ao quadrado, como € feito no k-means. Além

disso, possui a caracteristica de ser capaz de lidar com qualquer tipo de atributo.

O algoritmo Partitioning Around Medoids (PAM) é um algoritmo cldssico da

familia dos métodos k-medoids.

Algoritmo Partitioning Around Medoids (PAM)

1. Initializagdo: seleciona aleatoriamente g das m observacdo do conjunto de
dados como os medoids;
2. Associa cada observacio do conjunto de dados ao medoid mais préximo
usando qualquer distancia métrica valida;
3. Para cada medoid:
Para cada ndo-medoid:

calcule o custo total da configuracdo do grupo como se esta

observacgao
fosse o medoid
4. Selecione a configuracdo com o menor custo.

5. Repita os passos 2-5 até que ndo haja mudanca nos medoid.

Em relacdo ao tempo de processamento, o k-medoid método é menos eficiente
do que o k-means, pois o cdlculo do medoide é mais custoso computacionalmente do

que o cdlculo do centro de gravidade, resultando num maior tempo de processamento.

2.2.3 - Algoritmo CLARA (Clustering Large Applications)

O algoritmo PAM, descrito na sec¢do anterior, efetua as diversas combinagdes

das m observagdes formando os k grupos. Assim, no pior caso, pode envolver

C'=m!/((m—q)!q!) operacdes. Dessa forma, o algoritmo PAM s6 pode ser

m
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efetivamente utilizado para pequenas bases de dados, em funcdo de sua alta

complexidade de natureza combinatdria.

Dadas essas dificuldades, para grandes bases de dados KAUFMAN e
ROUSSEEUW (1986) introduziram o método CLARA, cuja idéia basica é trabalhar
com amostras menores do conjunto original em vez de se usar todas as observagdes.
Essas amostras ou sub-conjuntos de dados t€ém um tamanho fixo, quanto menor o

tamanho, menor a complexidade.

Cada amostra de dados € particionada em ¢ grupos, usando o mesmo principio
do algoritmo PAM. Apés o algoritmo convergir, calcula-se a soma das distancias das
observacdes aos seus respectivos medoides, sendo esta soma uma medida de qualidade

do agrupamento associado a essa particular amostra.

Seleciona-se os medoides cuja amostra possui a menor soma, ou seja, o melhor
agrupamento. Uma vez que ¢ medoides foram selecionados a partir da melhor amostra
de dados, cada observacdo do conjunto de dados inteiro € atribuida para o medoide mais

proximo.

Este método tem certa fragilidade, pois nem sempre um bom agrupamento com
base em amostras representa um bom agrupamento para os dados como um todo. Dessa
forma, a eficiéncia do CLARA também depende do nimero de amostras utilizadas. Essa
dificuldade pode ser minorada tomando-se um grande nimero de amostras. De toda

maneira, ha sempre o compromisso entre complexidade versus qualidade.
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Figura 2.3 - Algoritmo CLARA,: resultados para 3 grupos sintéticos

A Figura 2.3 mostra os resultados obtidos pela utilizacdo do algoritmo
CLARA disponibilizado no software estatistico R, através da funcao CLARA, aplicado
a um conjunto de dados sintéticos. O conjunto completo de observacdes consiste de
3000 pontos em um espaco planar, gerados por trés distribuicdo normais bi-variadas,
sendo 1000 pontos para cada uma. Foram utilizadas 100 amostras de 42 observacoes

cada uma. O cédigo que gerou a figura estd disponivel no anexo 1.2.

2.3 - Métodos Probabilisticos

Na abordagem de agrupamento probabilistico, os dados s@o considerados uma
amostra independente extraida de um modelo de misturas de vérias distribui¢des de

probabilidade, conforme descrito no livro de McLachlan e Basford (1988).
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Existem diversos algoritmos que tratam de misturas de distribui¢des. A maioria
deles consiste de modificacdes e aprimoramentos do algoritmo EM (Expectation
Maximization) apresentado no artigo de DEMPSTER, LAIRD e RUBIN (1977),
proclamado como seminal pela literatura. Esses algoritmos assumem um modelo de
probabilidades subjacente aos dados. Dessa forma, ¢é possivel se calcular a
probabilidade de uma observagdo pertencer a um certo grupo desde que as distribui¢des

sejam conhecidas.

2.3.1 - Algoritmo EM - Expectation Maximinization

Dada uma familia de distribui¢des densidades probabilidade:
fxp8)=2.p8, (X;ai)
j=1
Onde x € uma varidvel aleatoria p-dimensional e p; € a propor¢do da fungdo

densidade probabilidade g, na mistura de distribui¢des, cada uma com os seus

pardmetros €' = (01’,02’,...,6?;).

O algoritmo EM comecga com estimativas iniciais para os parametros das
distribuicdes. Esses valores sdo entdo usados para calcular a estimativa de probabilidade

a posteriori, ou valor esperado da probabilidade a posteriori.

A A

g (x.:0;
Pig 00
f(xi;p;ﬁj

As observagdes sdo alocadas ao grupos no qual a estimativa de probabilidade a

P(cluster jlx)= ,C.

posteriori ¢ maxima. Tendo como base as observacdes alocadas aos grupos, estima-se
novamente os parametros das distribui¢des. Uma forma ortodoxa para efetuar essa

estimacdo € através da maximizac¢do da fun¢do de verossimilhanca.
O algoritmo prossegue processando iterativamente as suas duas fases: cdlculo

dos valores esperados de pertinéncia a cada grupo (Expectation) e estimag¢do dos

parametros das distribuicOes de probabilidade (Maximization), até que ndo ocorra
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mudanca nos parametros das distribui¢des. Considerando essa natureza iterativa entre

duas fases, o algoritmo EM tem uma estratégia similar ao algoritmo k-means.

Os algoritmos de agrupamento probabilistico t&ém algumas caracteristicas

importantes:

* Podem ser interrompidos e retomados com lotes consecutivos de dados, pois 0s

grupos possuem representacao totalmente distinta dos conjuntos de dados

* Em qualquer fase do processo iterativo do modelo, distribui¢des intermedidrias
podem ser usadas para se fazer alocacdes provisorias das observagdes aos

diferentes grupos.

* Produzem um sistema de agrupamento de facil interpretacdo

* O modelo conceitual de mistura tem fundamento probabilistico claro, portanto

a determinac¢do do nimero de grupos mais adequado € uma tarefa simples e natural.

Uma desvantagem de tais algoritmos do tipo EM é que eles tendem a ser
computacionalmente caros, devido a complexidade intrinseca a fase Maximization, que
normalmente corresponde a resolucdo de um problema de programagdo ndo-linear.
Outra dificuldade encontrada é o overfitting, que corresponde a uma dependéncia
excessivamente alta do conjunto de valores dos parametros estimados para a especifica
base de dados utilizada. Esta dificuldade pode estar presente, em particular, quando um
grande nimero de grupos € especificado ou quando as distribuicdes de probabilidades

possuem muitos parametros. Em resumo, as dificuldades crescem com o ndmero total

de parametros a serem estimados.

A figura 2.4 mostra um conjunto de observagdes geradas por duas distribui¢des

normais multivariadas para constituir os dados de entrada do algoritmo EM.
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Figura 2.4 — Dados de entrada para o algoritmo EM

A figura 2.5 mostra os resultados da classificagdao obtida pelo algoritmo EM. O
experimento foi efetuado usando o software estatistico R, através da funcao Mclust, da
biblioteca mclust (FRALEY; RAFTERY,2006) Na figura, as observagdes sao
classificadas em dois grupos, representados por simbolos diferentes, quadrados e
tridngulos, e cores diferentes, respectivamente em cores vermelhas e azuis. O cédigo

que gerou as figuras desta se¢do encontra-se no anexo 1.3.
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Figura 2.5 — Agrupamentos produzidos pelo algoritmo EM

A figura 2.6 exibe, as observagdes representadas conforme a qualidade da
classificacdo. Quanto menor e mais claro for o ponto do grifico melhor foi a

classificacao.
Em destaque estdo as observagdes fora dos dois circulos, que é um subconjunto

de observagdes com classificacdo de natureza incerta. Essas observacdes sao

comumente denominadas por outliers.
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Classification Uncertainty

Figura 2.6 — Classificag¢des incertas produzidas pelo algoritmo EM

A figura 2.7 apresenta as curvas de nivel associadas as distribui¢des densidade

de probabilidade estimadas pelo algoritmo EM.

Density Contour Plot

Figura 2.7 - Curvas de nivel das distribui¢cdes produzidas pelo algoritmo EM
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2.4 - Métodos com base na concentraciao de pontos

A Figura 2.9, apresentada originalmente por BERKHIN (2002), ilustra algumas
formas de grupos que apresentam dificuldades para algoritmos de particionamento e
realocacdo, por exemplo, para algoritmos tipo k-means. Em contraposicdo, esses grupos
sao tratados adequadamente por algoritmos de agrupamento com base na concentracao

de pontos.

Figura 2.9 -Agrupamentos com forma irregular

Algoritmos de agrupamento com base na concentragdo de pontos sdo capazes de
descobrir agrupamentos de formas arbitrdrias, ndo possuindo nenhuma restri¢do
intrinseca quanto a forma, pois um grupo pode crescer em qualquer direcdo desde que
seja densa. Além disso, uma estratégia fundamentada em concentracdo fornece uma

natural protecdo contra outliers, pois normalmente sao pontos isolados.

2.4.1 - Algoritmo DBSCAN

Um dos mais conhecidos algoritmos baseados em concentracdo de pontos € o
DBSCAN (Density Based Spatial Clustering of Applications with Noise). O algoritmo
DBSCAN se fundamenta em dois critérios avaliados em conjunto: critério do raio e
critério de concentracdo. No primeiro critério, busca-se encontrar grupos de observacoes
onde as observacdes sdo classificadas com base no critério de vizinhanca, considerando
um pré-definido raio (Eps). No segundo critério, um grupo tem que possuir um atributo

de concentragdo, ou seja, tem que conter um nimero minimo de observacdes (MinPts).
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A partir dos parametros definidos Eps e MinPts sdo definidos os conceitos de
vizinhanga, densidade, conectividade e fronteira. Esse algoritmo basicamente realiza a

separacao do conjunto de observacdes em trés classes:

* Pontos Nucleo. Estes sdo pontos que estdo no interior de um grupo. Um ponto é

interior, se hd um ndmero de pontos suficientes (MinPts) em sua vizinhanca com raio

(Eps).

* Pontos Fronteira. Um ponto de fronteira ¢ um ponto que ndo ¢ um ponto nicleo, ou
seja, ndo hd um ndmero suficiente de pontos (MinPts) em sua vizinhanga, mas esta

dentro da vizinhang¢a de um ponto nicleo, considerando um dado raio (Eps),

* Pontos Ruido: Um ponto de ruido é qualquer ponto que ndo € um ponto nicleol e nem

um ponto da fronteira, ou seja , corresponde a um outlier.

Para encontrar os agrupamentos, o algoritmo DBSCAN faz uma varredura nas
observacodes determinando todos os pontos nucleo. Faz-se a seguir uma varredura dos
pontos nucleo fazendo as conexdes a todos os pontos que estejam a uma distancia
menor do que (Eps). Cada subconjunto de pontos conectados entre si, conceito de

conectividade, forma um cluster.

A figura 2.8 mostra um exemplo de resultados obtidos através da fung¢do dbscan
da biblioteca fcp do software estatistico R. Este grafico foi elaborado com base no
exemplo da funcdo dbscan, o conjunto de dados contém 600 observacdes e o codigo R
encontra-se no anexo 1.4. As observacdes foram classificadas em 11 grupos, de modo
que existe uma cor associada a cada grupo. Os pontos nucleo sdo representados por
tridangulos e os pontos fronteira sdo representados por circulos, possuindo eles a
respectiva cor do grupo. Os pontos ruido, outliers, também sdo representados por

circulos, na cor preta.
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Figura 2.8 — Resultados da classificacdo através do algoritmo DBSCAN

2.5 - Métodos baseados na estrutura de grade (Grid based method)

Métodos baseados em estrutura de grade primeiramente executam a divisdo do
espaco das observacdes em um numero finito de células (Hiper-retangulos). Em seguida,
executam as operacgdes bdsicas pertinentes no nivel das células: Células que contém
mais do que um certo nimero de pontos sao tratadas como densas, bem como, conjunto

de células densas s@o conectadas para formar os clusters.

A Figura 2.10 ilustra o processo iterativo de subdivisdao de um espagco com duas
dimensdes. No primeiro nivel (1 st layer), tem-se o retangulo original contendo todas as
observacodes. Nos niveis inferiores é efetuado o gradual refinamento do particionamento
em retangulos, cada vez menores, como mostrado na figura pelos niveis ((i-1) st

layer) e (i th layer).
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Figura 2.10 — Subdivisao do espaco pelos algoritmos de estrutura de grade

A seguir, sdo apresentados dois algoritmos baseados nessa idéia de estrutura de

grade: algoritmo STING e algoritmo CLIQUE.

2.5.1 - Algoritmo STING

Um dos principais algoritmos de agrupamento baseados em grade € o algoritmo
STING (STatistical INformation Grid-based). A traducgdo literal “informacdo estatistica

baseada em grade” ja d4 uma idéia parcial.

Como em outros algoritmos desta classe, a drea espacial € dividida em células
retangulares. O algoritmo STING inicia dividindo a drea espacial em vdrios niveis de
células retangulares, correspondentes a niveis de resolu¢do, formando uma estrutura
hierdrquica. As células de nivel mais alto sdo compostas a partir de células de nivel mais
baixo. Isso gera uma estrutura hierarquica das células produzidas pela subdivisdo

consecutiva do espaco.

A Figura 2.11, originalmente apresentada por BERKHIN (2002), ilustra o

processo da subdivisdo de espacos e da conseqiiente formagao da hierarquia das células
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efetuado pelo algoritmo STING. A estrutura hierdrquica de células representa a
informacdo em diferentes niveis de agrupamento. Em cada nivel, s@o registradas
informacdes estatisticas bdsicas sobre os atributos de cada célula da grade como:

freqii€ncia, média, desvio padrao. valor maximo e valor minimo.

Q—b

O—r
° s "z
="

Figura 2.11 — Algoritmo STING: subdivisdao do espago e hierarquia das células

O algoritmo STING tem a propriedade de gerar bons resultados de agrupamento
em um curto espaco de tempo de execugdo, entretanto existem duas grandes
dificuldades com este algoritmo. Em primeiro lugar, o desempenho de STING depende
da granularidade do nivel mais baixo da estrutura de grade. Em segundo lugar, os
grupos resultantes sdo somente limitados horizontalmente ou verticalmente, nao
existindo qualquer limitagdo na diagonal. Esta lacuna pode afetar significativamente a

qualidade dos grupos.

2.5.2 - Algoritmo CLIQUE

Outro método de agrupamento baseado em grade é o algoritmo CLIQUE
(AGRAWAL et al., 1998). Esse algoritmo comega por encontrar todas as células nos
espacos unidimensionais correspondentes a cada atributo produzidas pelas projecdes em
um dado ndmero (NumPartes) de partes iguais. S@o mantidas somente células que
contenham nimero de elementos acima de um patamar (MinPts), denominadas células

densas.
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Figura 2.12 — Algoritmo CLIQUE: proje¢ao nos espagos univariados

A Figura 2.12, disponibilizada pela Free University of Bozen, ilustra o
procedimento de projecdes efetuado pelo algoritmo CLIQUE em um exemplo com dois
atributos: Age (eixo vertical) e Salary (eixo horizontal). A figura também mostra a grade
produzida pelo parametro (NumPartes). Cada observacdo é representada por um
pequeno circulo. Neste exemplo, foi considerado MinPts = 2. Assim, na projecdo dos
dados na dimensdo Salary, as células [2K,3K], [3K,4K], [7K,8K] e [8K,9K] sdo
células cluster. As células cluster para a dimensao Age sao [20,30], [30,40] e [50,60].
Uma vez que as células cluster sdo identificadas, elas sdo juntadas pelo critério de
adjacéncia. No exemplo, sdo formados os clusters : [2K,4K] , [7K,9K] (para o atributo

Salary) e [20,40] , [50,60] ] (para o atributo Age).

No caso geral, o algoritmo faz a identificagdo dos clusters em cada um dos
atributos, como explicado no exemplo. Os atributos que ndo tem clusters, ou seja, que
ndo atendem ao critério (MinPts), sdo eliminados. Os atributos restantes sao
combinados entre si, verificando-se a existéncia de clusters nesses espacos de mais alta

dimensdao. O processo continua até que nao haja mais formacdo de clusters. Como
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resultado, os grupos sdo formados pela unido de hiper-retingulos entre subespacgos

projetados atendendo fundamentalmente ao critério de densidade (MinPts).

Voltando ao exemplo da figura 2.12, os atributos Salary e Age nao sao
eliminados, desde que ambos contenham clusters. No passo seguinte, o algoritmo junta
os dois atributos e efetua a sele¢do de células no espaco bidimensional. Neste exemplo,
nao existe qualquer célula bidimensional com dois ou mais pontos, portanto o critério de
minimo de pontos ndo € satisfeito. Assim, a dimensionalidade dos clusters € igual a um,
e o algoritmo d4 como resultado quatro clusters: [2K,4K], [7K,9K] para Age e [20,40],
[50,60] para Salary.
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3 - Descricao da Metodologia

Dado um conjunto de observacdes, S ={s1,sz,...,sm} , pertencentes ao R",
deseja-se separar as observagdes em um numero de grupos, ¢ , definido a priori. Para
cada grupo i=1,..., ¢ temos um centréide associado, x,€ R" . O conjunto das
coordenadas dos centréides, x;,i=1,..., q , é representado por x€ R™ . Dada uma
observag@o s, € §, inicialmente € calculada a distancia deste ponto a cada centréide
componente de x:(xl,---,xq) . Vamos definir z ; como a menor distancia entre a
observacao e os centrdides, ou seja:

g; = min Hsf -foz (1)

A Figura 3.1, mostra uma observagéo s ; conectada aos centroides. A distancia

Z; esta destacada em vermelho.

X3 . Xz

X4 X4

Figura 3.1 — Célculo da distancia ao centréide mais proximo

No presente trabalho, como medida da qualidade do agrupamento associado a

um dado conjunto x = (x,,---, xq) de posi¢des dos centrdides, vamos definir o valor:

D(x)=izj. 2)

Dessa forma, o valor D(x) corresponde a soma das distancias das observagoes
a seus centréides mais préximos. Como referido na Introdugao, esta métrica € natural e
muito utilizada. Ademais, remete-se também ao problema de Fermat-Weber, talvez o
mais importante no tépico conhecido como Facility Location. O problema de Weber-

Fermat pretende minimizar o custo total de entrega de produtos. Tal custo estd
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associado diretamente a distancia Euclideana dos centros de demanda até as instalacdes

centrais produtoras ponderadas pelas demandas w;, j=1,...,m .

A localizagao 6tima dos centréides deve fornecer o melhor valor da medida de

qualidade D(x) . Como D(x) depende unicamente de x , o problema ¢

* . ~ L. e . oo ~
encontrar x , localiza¢do 6tima dos centréides, pela seguinte especificagdo:

x =argmin D(x) (3)

xeR"
Aplicando 1,2 e 3, temos o problema de clustering como um problema do tipo
min-sum-min

m
* . .
X =argm1n2m1n“sj —xl.H . “)
xR = ! 2

3.1 - Transformacao do problema

O problema (4), acima, pode ser formulado de uma maneira equivalente como:

m
minimizar z z;
J=1

&)

sujeito a: z; = min Hs,. — X,
! i=l,....q k

j=1...,m

2 2

O problema (5), além de ser definido em dois niveis, apresenta a dificuldade
adicional de ser ndo-diferencidvel. Com o objetivo de se obter um problema
diferencidvel, procederemos uma série de transformacdes andlogas as apresentadas em

SOUSA(2005) e XAVIER(2010). Considerando a definicdo de z i cada valor z ;tem
que necessariamente satisfazer ao seguinte conjunto de desigualdades:

ZJ_HSJ‘_XI'HZSO’ i=1,....q. (6)

Substituindo o conjunto de restricdes de igualdade do problema (5) pelas

restri¢oes de desigualdades (6), obtemos o problema relaxado:
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m
minimizar z Z;
j=1 (7

sujeito a : z; —Hsj _xin <0, j=L....m,i=1,..,q.
Este problema ndo € equivalente ao (5), pois as varidveis z; ndo sdo limitadas
inferiormente e, desse modo, ndo ha qualquer empecilho para que z; ——co . Pela

defini¢do, z ; ¢ uma distancia, assim, o correto seria termos z ; limitado inferiormente

em zero. Para obtermos tal equivaléncia ao problema original, o problema (7) tem que
ser modificado. Para isso, preliminarmente faremos a definicdo da funcgdo
v(y)=max{0,y}. Usando a funcdo W para substituir o conjunto de restricdes de
desigualdades de (7), obtemos o problema:

minimizar zzj

J=1

q ®)
sujeito a: ZW(Z./'_HSJ—xz'Hz):O’ j=L....m.
i=1

O problema (8) continua sem equivaléncia ao original, pois mantém a indesejada
propriedade de z;, j=1,...,m ndo serem limitados inferiormente. Como a fung@o
objetivo do problema (8) minimiza cada valor z; , continua ndo havendo qualquer
empecilho para que z; — —co .

Vamos, entdo, introduzir uma segunda modificagdo para limitar z, : a

substituicdo do sinal = por > nas restricdes em (8) . Desta forma, obtemos o problema

nao candnico:

m
minimizar z Z;
j=1

q ©)
sujeito a: ZI//(ZJ.—HSJ.—xiHZ)>0, j=1....m.
i=1

Para uma observacdo s, fixa, definindo d, =Hs j _xin e assumindo
d <---<d,, a Figura 3.2 mostra a representacdo de trés parcelas do somatério da

equagdo (8) em funcdo de z;.
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ma}{(ﬂ,zi-dij

max(tl,zl-d1j—> max(ﬂ,zl-dgj—:r max(ﬂ,zl-d3]—>

Figura 3.2 Trés parcelas do somatério de restri¢ao do problema (8) em funcio de z;

A formulagdo candnica pode ser recuperada através da inclusio de uma
perturbacdo &£ nas desigualdades em (9), obtendo-se o problema modificado:
minimizar ZZ,-
(10)
q
sujeito a : ZI//(ZJ.—Hsj—xiHZ)Ze, j=L....m €>0
i=1

Para qualquer posi¢do dos centréides x , € evidente que o conjunto vidvel do
problema (10) estd contido no conjunto vidvel do problema (9). Quando &£ —0,, o
conjunto vidvel do problema (10) tende aquele do problema (9). Pode-se, entdo, pensar
em resolver (9) através da resolucdo de uma sequéncia de problemas iguais a (10)
para uma sequéncia de valores positivos decrescentes de & que gradualmente se

aproximamde O, .
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3.2 - Suavizacao do problema

Analisando o problema (10), temos a presenca da funcdo ¥, que impde ao

mesmo uma estrutura ndo-diferencidvel muito rigida, fazendo com que tenha uma
resolu¢do computacional muito dificil. Para contornar essa dificuldade € necessdrio se
fazer uma adaptacdo do problema (10). Em vista disso, o método numérico adotado
neste trabalho se fundamenta na suavizacdo do problema. Para suavizar o problema,

para yeR e 7>0, definimos a funcdo ¢@(y,7) , que além de ser uma boa

aproximacao da funcdo ¢@(y) , também ¢ diferencidvel.

¢(y,1')=(y+«/y2+2'2)/2 (11)

A funcdo ¢ possui as seguintes propriedades:

(@ o(y, D) >w(y), V>0

(b) lim ¢y, 7) =y (y);
(c) ¢(y,7) € uma funcdo convexa crescente que pertence a classe de funcoes C~.

dpy. 1) 1},
dy 2 y+7’

d’¢(y.v) _ T

d ¢ (0=

) ¢ (y,7)=

dy (yz g )g
0 ¢0.0=2200_1
dy T
@ 1im 420D
7—0 dy

A propriedade (b) da fung¢do ¢(y,7) mostra a sua aproximacgdo assintética a
funcdo w(y) . A propriedade (c) permite o uso de métodos de otimizacdo mais
poderosos. Devido a propriedade (f), a curvatura da fung¢do ¢(y,7) no ponto y=0 é

crescentemente atenuada por valores crescentes do parametro 7. De modo andlogo,
pelas propriedades (b) e (g), podemos ver que no problema original, essa curvatura

tende a infinito, fato que provoca o surgimento de pontos de minimos locais.
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A Figura 3.3 mostra a aproximacao assintdtica da fung¢do da funcdo ¢(y,7) a

funcdo w(y) quando 7—0.

by )

Figura 3.3 — Comportamento da ¢(y,7) quando 7 —0.

Dadas as propriedades acima descritas, a fungdo ¥, presente no problema (10),

pode perfeitamente ser substituida pela ¢ , originando o seguinte problema modificado:

minimizar z z;
(12)
q
sujeito a : z¢(zj - Hs,. - X,
i=1

2,2’)26‘, j=1L...,m.

Assumindo as mesmas hipéteses descritas para a apresentacdao da Figura 3.1, a
Figura 3.4 mostra a representacdo de trés parcelas dos somatérios das restricoes do

problema (8) e do problema (12) em fungd@o de z; , ou seja, s@o exibidas as situacdes

antes e apds a suavizagdo de cada uma parcela.
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maxid ,zi-dij

¢(zl-d1,1: I ¢(zl-d2,1: I

1l d d, d,

Figura 3.4 Representag@o de parcelas das restri¢des de (8) e de (12) em fungdo de z;.

Considerando o efeito agregado, temos que quando 7 —0, uma restricdo
q q . .
Zgb(zj —0(s;,x,,¥),7) tende a Zy/(zj _HSJ' —xl.Hz). A Figura 3.5, abaixo, mostra os
i=1 i=1

graficos de uma restricdo do problema perturbado (10) e de sua aproximagao dada no
problema (12). Nessa figura, podemos ver que ambas sdo fungdes crescentes de z;.
Adicionalmente, devido a propriedade (c) da fun¢do ¢(y,7), para 7>0 , as restricdes

do problema (12) sdo monotonicamente crescentes em fungdo de z;.
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‘Figura 3.5 — Restri¢des do problema perturbado (10) e do problema aproximado (12)

Para obtermos um problema completamente diferencidvel, ainda é necessario

suavizar a distancia Euclideana das observacdes até os centrdides Hs i _xin . Para tal

proposito, para valores do pardmetro y#0 , introduzimos a fun¢do (s, x;,7):

H(Sj,xi,y)z\/Zn:(sﬂ—xﬂ)2+72 . (13)

A func@o @ possui as seguintes propriedades:

W mts .=, =

(b) @ ¢ uma funcdo que pertence a classe de fungdes C~.

O grafico da Figura 3.6 ilustra o comportamento de 6(s;,x;,¥) quando y—0.

Nesta figura para facilidade de ilustracdo, é adotada a convencdo u = Hs = xl.Hz .
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Figura 3.6 Comportamento de 6(s;,x;,7) quando y—0.

Finalmente, ao se substituir as distincias Euclideanas Hs i xiHZ do problema (12)

pelas suas aproximagdes 6(s;,x,,}), obtemos o seguinte problema completamente

diferenciavel:

minimizar ZZ ;
= (14)
q

sujeito a : z¢(zj - 9(sj,xi,7),z') >e, j=1...,m.
i=1

Nesse problema, a fungio objetivo trabalha no sentido de minimizar z, ao

extremo, como as restricdes do problema sao monotdnicamente crescentes em funcao de

z;, todas as restri¢des serdo ativas. Devido a isso, o problema (14) pode ser escrito

segundo a seguinte forma equivalente:
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minimizar zzj
s (15)
q
sujeito a: h(x,z;)= Z¢(Z.i - 0(s;,x,7),7)—€=0, j=1....m.
i=1

A dimensao do espaco no dominio das varidveis do problema (15) ¢é igual a

(ng+m). Assim, o problema possui um nimero muito grande de varidveis, pois o

valor do parametro m , que representa a cardinalidade do conjunto S das observacoes, é

geralmente muito grande.

Analisando o problema (15), podemos observar que possui uma estrutura

separavel , tendo em vista que cada varidvel z; aparece somente em uma Unica

restri¢ao de igualdade.

Além da estrutura separdvel, a derivada parcial de h; =(x,z;) em relagdo a z, €

diferente de zero, logo todas as condicdes necessdrias para o uso do Teorema da

Fung¢do Implicita sdo estabelecidas, possibilitando calcular cada componente

z;5j=L...,m como fun¢do dos centréides x;,i=1, ..., qg. Desse modo, € possivel

formular o problema irrestrito:
minimizar f(x)= Z z; x) , (16)
j=1

onde cada z;(x) € obtido através do célculo da raiz de cada equagéo:

9
hi(x,z2,)=Y ¢z, —6(s;,x,9),0)—€=0, j=L...m (17)
i=l1

Devido a propriedade (c) da funcdo ¢(y,7), cada termo de (17) € estritamente

crescente com  z;, por isso h j(x, Z j) possui uma Unica raiz. Novamente, devido ao
teorema da funcdo implicita, z ; possui todas as derivadas em relagdo x;,i=1,..., ¢q

possibilitando o célculo do gradiente da fun¢do objetivo do problema (16):
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Vf(x)zi Vz,;(x)., (18)

Derivando a equacao (17), temos:

oh(x, z.
) G ()4 Vhixz ) =0,
aZ J J
J
de onde obtemos:
oh(x,z;)
Vz,;(x)=-Vh(x,z;)| ——. (19)
: 0z,
oh(x,z;,) . _ . 3
O termo ———= ¢ obtido usando as equagdes (11) e (17)., como segue
<
abaixo:
oh(x,z.) & .
Tf: Dz, —0(s;, x5, 7.0, j=1....m
i i=1

J

. z.—0 85X,
¢ (z;—6(s;,x,7),7) =1+ ——~ (5, %.7) 2
\/Z<i_9(5,-,x,~,7/)+r

Otermo Vh(x, z;) ¢ obtidos usando as equagdes (11), (13) e (17)., como segue abaixo

Vh(x,2;) =9 (z,= 0(s;, %, 1. 7) | =V O(s,,%.7) |
1
(s, =50 +77)

VO(s;,x,7) = 5V,

onde ve R" € do tipo v=(0,...,0,xi1—sjl,.. x, —s.,0 .,O)T em que as (i—Dn

<9 Nin jno e
primeiras posicdes sdo nulas, seguindo de n posi¢Oes iguais as componentes dos

deslocamentos (x; —s;) e seguido de (i+1)n posi¢Oes iguais a zero.

Desta maneira, é possivel resolver o problema (16) fazendo o uso de qualquer
método baseado na informacio de derivadas de primeira ordem ou de segunda ordem. E

importante enfatizar que o problema (16) estd definido em um espago de dimensao nq,
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de modo que o problema torna-se pequeno, desde que o nimero de grupos seja pequeno,

como € o casa da maioria das aplicagdes reais.

3.3 - Algoritmo HSCM

A solucdo do problema original de clustering pode ser obtida usando o algoritmo
HSCM (Hyperbolic Smoothing Clustering Method), descrito de modo simplifico a

seguir:

Algoritmo HSCM (Hyperbolic Smoothing Clustering Method)

Passo de Inicializacao:
Escolha valores iniciais para: x°, ¥', 7', &'.

Escolha 0< p, <1, O0<p, <1, O0<p;<1, e defina k=1.

Passo Principal: Repita indefinidamente até que uma regra de parada seja atendida.
1) Resolva o problema (16) com y =", r =7, £ =¢£", iniciando em um ponto
inicial x*™', e seja x* a solugdo obtida.
k+1 k k+1 k

2) Calcule os novos parAmetros "' = p,y* , "' =p,c* , "' =p,e".

Faca k=k+1.

De modo andlogo a outros métodos de suavizagao, a solu¢ao para o problema de
agrupamento € obtida através da resolu¢do de uma sequéncia infinita de subproblemas

de minimizagao irrestritos.

Note que o algoritmo faz 7 e ¥ se aproximarem de zero, de modo que as

restricoes (14) dos subproblemas resolvidos tendem as do problema (10),
simultaneamente o o algoritmo faz &€ se aproximar de zero, de modo que o problema

(10) se aproxime gradualmente do problema (9).

A seguir, apresentaremos o algoritmo de Weiszfeld destinado a localizagdao de

um unico centréide para o problema de Fermat-Weber. Esse algoritmo serd articulado
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ao algoritmo HSCM para oferecer um aprimoramento local nas solu¢des intermedidrias

produzidas pelo HSCM.

3.4 - Algoritmo de Weiszfeld

Por volta de 1600 Pierre de Fermat prop0s o seguinte problema: “Dados trés
pontos num plano, encontre um quarto ponto de modo que a soma das distancias deste

ponto aos demais seja minima”. Este problema € conhecido como o problema de

Fermat (STRECK, 2009)

A mediana geométrica de um conjunto de pontos em um espaco Euclideano € o
ponto que minimiza a soma das distancias aos demais pontos do conjunto. Essa é uma

generalizagdo da mediana tradicional, que minimiza a soma em uma Unica dimensao.

O problema de encontrar a mediana geométrica ficou conhecido como problema
de Fermat-Weber (WESOLOWSKY, 1993). O nome Fermat estd associado ao
problema de Fermat com um tnico centro, que é um caso particular do problema de
Fermat-Weber. J4 o nome de Weber é devido a Alfred Weber que discutiu o problema

com diversos centros em 1909, no seu livro sobre localiza¢ao de facilidades.

Em 1937, WEISZFELD prop6s o seguinte método iterativo para a resolu¢do do

problema de Fermat-Weber com um tnico grupo:

m
(z - J
k
1S =W
k+1 j=17j
W+——

)

A partir de um centro w', calcula-se um novo valor, w**', que se aproxima

gradativamente do valor da mediana.
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3.5 - Articulacao do Algoritmo HSCM com o Algoritmo de Weiszfeld

No passo 2 do algoritmo Suavizagao hiperbdlica, na iteracdo k uma solucdo
intermedidria x° é obtida. Evidentemente, esses q centrdides constituintes de x*
definem uma particdo do conjunto inicial das observagdes, em ¢ partes, grupos ou

clusters.

Nesse contexto, a utilizacdo do algoritmo de Weiszfeld isoladamente para cada
um dos ¢ grupos produzird uma solu¢do de melhor qualidade do que esse ponto x"

intermedidrio. O valor da fun¢do objetivo original serd reduzido, pois serd obtida a

localizagao 6tima da mediana geométrica separadamente para cada grupo.

A solu¢do do problema original de clustering pode ser obtida usando o
Algoritmo Hyperbolic Smoothing Clustering articulado com o algoritmo de Weiszfeld.

Essa articulacao é descrita de modo simplificado a seguir:
Algoritmo HSCM articulado ao Algoritmo de Weiszfeld

Passo de Inicializacao:
Escolha valores iniciais para: x°, y', 7', &'.

Escolha 0< p, <1,0<p,<1,0<p, <1, e defina k=l

Passo Principal: Repita indefinidamente até que uma regra de parada seja atendida.

k

1) Resolva o problema (16) com y = 7/", t=1", £=¢€", iniciando no ponto

inicial x*™', e seja x* a solucdo intermedidria obtida.

2) Faca particdo do conjunto de observacdes em ¢ grupos usando a solucdo

intermedidria x* obtida acima.

3) Use o algoritmo de Weiszfeld separadamente em cada um dos ¢ grupos,
obtendo ponto central formado pelas medianas w* =(w1k yers w;‘) .

4) Calcule a fungdo objetivo original, definida pelas equagdes (1) e (2), usando o

novo ponto central w* construido através do algoritmo Weiszfeld.
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5)

Calcule os novos parametros "' = p,* , "' = p,r

Faca k=k+1.
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4 - Resultados Computacionais

Neste capitulo serdo apresentados os resultados computacionais obtidos pela
proposta metodoldgica apresentada no capitulo anterior. O capitulo serd dividido em

duas partes: descri¢do geral dos experimentos e apresentacdo de cada um dos resultados.

4.1 - Descricao geral dos experimentos

Nesta primeira parte, alguns detalhes dos experimentos serdo abordados, como a
configuracdo do computador, o compilador utilizado, a rotina de otimizacdo, a escolha

do ponto inicial, a especificacdo dos parametros de suavizacdo e a regra de parada.

4.1.1 - Caracteristicas do Computador, Compilador e Rotina de
otimizacao

Alguns experimentos computacionais foram realizados e comparados com os
melhores resultados que se encontram na literatura. Para os experimentos
computacionais foi utilizado um LAPTOP POSITIVO PREMIUM, com processador da
Intel, Pentium Dual-Core T4300, 2.1 GHz ¢ 4 GBytes de memoéria RAM.

O algoritmo foi implementado na linguagem Fortran 77, utilizando-se o
compilador Compaq Visual Fortran versdo 6.1.0. Para a realizacdo dos procedimentos
de minimizacao irrestrita multidimensional, foi utilizado o método Quase-Newton, com
atualizacdo da matriz hessiana dada pela forma BFGS, na implementacio VA13C da
Harwell Library, biblioteca disponibilizada gratuitamente em:

http://www.cse.scitech.ac.uk/nag/hsl/
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4.1.2 - Escolha dos pontos iniciais

A geracdo dos centrdides iniciais € uma questdo importante para qualquer
algoritmo, pois enfrentamos uma grande dificuldade, que € a presenca de intimeros
pontos de minimo local. Assim, dado o problema contemplado ser de natureza de
otimizacdo global, foi adotada a estratégia de se fazer vdrias tentativas de resolugao
através de diferentes pontos iniciais. Basicamente neste trabalho, foram adotadas duas

opg¢oes: 10 tentativas para alguns problemas e 100 tentativas para os demais.

Se pudermos iniciar o processo iterativo com um bom conjunto de centréides
iniciais, certamente facilitaria na obten¢do de uma boa solucdo final, entretanto nao se
tem essa informacgdo a priori. Diante disso, na primeira tentativa, utilizamos o critério
de gerar o primeiro conjunto de centrdides iniciais através de perturbacdes aleatdrias em

torno da média das observagdes, segundo as seguintes expressoes:

As duas primeiras expressoes calculam a média e a variancia das observacdes. A
Gltima expressdo calcula cada um dos g centréides iniciais, x, ,i=1,...,q, onde a ¢é

um vetor cujas componentes sdo varidveis aleatérias com distribuicdo uniforme no

intervalo [-0.5,+0.5] . Logo temos um variagio em torno da média s, que &

proporcional ao desvio padrdo o, , multiplicado pelo nimero aleatério a .

Nas demais tentativas, a partir da solucdo obtida anterior, podemos usar uma
perturbacdo nesta solucdo para gerar um novo conjunto de pontos iniciais. Temos,
todavia, um dilema entre uma pequena perturbacdo ou uma grande perturbacdo. Uma

pequena perturbagdo € excelente quando a solucao que foi perturbada é boa, pois o0 novo
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ponto inicial herda boas propriedades estruturais intrinsecas ao anterior. Em
contrapartida, se a solucdo nao € boa, ou seja, um minimo local ndo profundo, uma

grande perturbagdo seria mais adequada.

Durante as atividades preliminares de calibracdo do algoritmo, mostrou-se mais
adequada uma perturbacdo que provocasse mudancas substantivas em parte dos
centréides, enquanto, outra parte mantivesse nas vizinhancas bem préximas aos

anteriores. Esses dois objetivos simultaneos foram alcancados pela seguinte expressao:
X=x+4a(075R +025R ), i=l,....q,

, - ;. . e . . s . . * P
onde, x é o novo centréide genérico inicial i na préxima tentativa, x, é o centréide
6timo obtido na tentativa anterior, a € um vetor cujas componentes sdo varidveis

aleatorias com distribui¢do uniforme no intervalo [-0.5,+0.5] , R, € a maior distancia

das observagdes do grupo i ao centréide do grupo x, e R ¢é a média dos valores R,.

4.1.3 - Especificacio dos parametros de suavizacio

No desenvolvimento da presente implementacdo do algoritmo, um esforco foi
dirigido na escolha adequada dos pardmetros iniciais, bem como nos valores dos fatores

de decrescimento dos parametros.

Os experimentos empiricos indicaram a seguinte escolha. O parametro da
Suavizacdo Hiperbdlica 7 € por exceléncia um parametro vital no processo de
suavizacdo, pois da diretamente o nivel da mesma. A escolha de um valor pequeno
implica obviamente num problema muito nervoso ou duro, proXximo a natureza nao
diferencidvel dada pela func@o patamar ¥ presente na equacdo (8). A escolha de um
valor grande implica suavizagdo excessiva, distanciamento grande do problema original
e falta de sensibilidade (PAULA Jr., 2010). O pardmetro da perturbacdo foi fixado

como £€=7/4 . O parametro da suavizagdo da distancia euclidiana foi fixado como
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y=1/100 . Em relacdo aos fatores de reducao dos parametros, adotamos um mesmo

valor para todos: p, =p,=p, = \/% .

4.1.4 - Regra de Parada

Os testes foram realizados adotando-se um tnico critério de parada, o nimero
maximo de iteracdes do algoritmo. Para as instancias testadas, a convergéncia ocorre
entre a primeira iteracdo e a sétima itera¢do, sendo que, para a maioria dos casos ocorre
a convergéncia em até 4 iteragdes. Por seguranca, o nimero méaximo de iteracdes

escolhido foi superestimado e fixado em oito iteracdes.

A configuracdo dos dados influencia diretamente a convergéncia do algoritmo. Por
exemplo, quando temos claramente trés grupos bem separados, é natural que o método
convirja para a solu¢gdo em um nimero menor de iteragdes quando se especifica 3

grupos do que, quando se especifica 2 ou4 grupos.

4.2 - Apresentacao dos resultados

Para mostrar a eficiéncia e confiabilidade do algoritmo, serdo apresentados
nesta se¢do resultados computacionais obtidos na resolucdo de algumas instancias da
biblioteca TSPLIB, (REINELT, 1991). Nao obstante ser destinada originalmente a
problemas TSP, caixeiro-viajante, essa biblioteca é amplamente utilizada para diferentes
problemas de agrupamento, como o das p-medianas. As instancias P654 e U1060 sdo as
mais utilizadas na literatura, por isso, sdo consideradas neste trabalho. Além dessas,
foram consideradas as instancias PCB3038, PLA7397, USA13509, D15112, D18512,
PLA33810 e PLAS85900.

4.2.1 - Problema teste P654

Algumas propriedades do método serdo apresentadas tendo com exemplo o

conjunto de dados P654. Esse problema teste foi escolhido, como primeiro exemplo,
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pois € um dos mais referenciados na literatura. A figura 4.1 mostra as observacoes deste

conjunto.
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Figura 4.1- Conjunto de dados P654
A Figura 4.2, apresenta este conjunto de dados agrupado em dois grupos. As

observacdes estdo ligadas aos seus respectivos centréides por segmentos de reta, com

uma cor associada a cada grupo.
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Conjunto de dados com 654 observacoes, agrupadas em 2 grupos
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Figura 4.2 — Resultado para P654, caso 2 grupos

A Tabela 4.1 mostra uma tipica sequéncia de centréides intermedidrios obtidos
no processo iterativo no passo 1 do algoritmo. As cinco colunas da tabela representam,

na ordem, a iteragc@o e as duas componentes dos centréides.

A sequéncia de centréides, por sua vez, define uma sequéncia de parti¢des e suas
respectivas sequéncias de medianas, obtidas no passo 3 pelo algoritmo de Weiszfeld. A
Tabela 4.2 mostra para cada iteracdo o valor da func¢do objetivo suavizada calculada
pela equagdo (16), usando os centrdides, e o valor exato da fungdo objetivo calculado
pelas medianas, usando as equacdes (1) e (2). A linha kK =0 mostra os centréides do

ponto inicial.
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Tabela 4.1 - Sequéncia dos centréides no processo iterativo.

lteracdo| Coordenadas do Centréide 1 | Coordenadas do Centroéide 2

k X11 X12 X21 X22

0 2256,21 3212,92 3610,97 4185,99
1 1219,18 3754,70 5620,76 3643,17
2 1221,13 3767,12 5628,49 3618,00
3 1224,29 3766,00 5633,07 3618,93
4 1224,32 3766,00 5633,11 3618,94
5 1224,32 3766,00 5633,11 3618,94
6 1224,32 3766,00 5633,11 3618,94
7 1224,32 3766,00 5633,11 3618,94
8 1224,32 3766,00 5633,11 3618,94

Podemos ver na Tabela 4.2 que o valor da func@o objetivo suavizada diminui
monotonamente no decorrer das iteracdes, na medida em que os parametros da
suavizacao vao diminuindo. Além disso, podemos ver que a sequéncia de valores exatos
da funcdo objetivo calculados pelas medianas converge na primeira iteracdo. Esse
fenomeno € decorrente de os centrdides desta primeira itera¢cdo ja produzirem o

particionamento 6timo.

Tabela 4.2- Valores da fun¢ao objetivo para cada iteragao

lteracao Fsuav, Fnedianas
1 1389530,5 815313,3
2 960083,2 815313,3
3 851561,7 815313,3
4 824377,6 815313,3
5 817579,5 815313,3
6 815879,9 815313,3
7 8154549 815313,3
8 815348,7 815313,3

Os gréficos apresentados nas Figuras 4.3 e 4.4, que seguem abaixo, mostram as
solucdes de particionamento obtidas pelo algoritmo proposto para o conjunto de dados

P654, classificados de 3 a 10 grupos. Nesses graficos, cada grupo possui uma cor
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diferente.
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Novamente os segmentos de reta ligam cada observacdo ao seu respectivo
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Figura 4.3- Observacdes agrupadas 3 a 6 grupos.
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Figura 4.4- Observacdes agrupadas de 7 a 10 grupos.

O artigo “Improvements and Comparison of Heuristic for Solving the
Multisource Weber Problem” (BRIMBERG et al., 2000) apresenta uma coletanea dos
melhores resultados, para os problemas P654 e U1060, obtidos pelos diferentes

métodos disponiveis na literatura.

A Tabela 4.3 mostra os resultados obtidos pelo método proposto para o

problema P654. Nas cinco primeiras colunas temos: q = numero de grupos; f, =

melhor valor da funcio objetivo encontrado em 100 tentativas; Ocorréncia = nimero de

ocorréncias do menor valor da fun¢do objetivo; Erro Médio = erro médio percentual das
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tentativas € Tempo Médio = tempo médio de CPU em segundos. Nas duas tultimas
colunas, temos os valores dos melhores resultados obtidos em BRIMBERG et al. (2000)

e o erro comparativo percentual do método proposto em relagao aos melhores resultados.

O erro médio percentual das tentativas € calculado em relacdo a melhor solucdo

pela seguinte formula:

U= Jun) 109

T f )
Erro Médio = Z min
pa T

onde f, € o valor da funcdo objetivo na tentativa ¢, f, € o menor valor encontrado

em todas as tentativas e T € o nimero de tentativas. Nesse particular exemplo, 7 =100.

O erro comparativo percentual é calculado pela seguinte formula:

(fmin _for) 100’

ot

Erro Comparativo =

onde f, foi obtido em BRIMBERG et al. (2000).

Para os casos de 2 até 14 grupos, o método proposto obteve os melhores
resultados conhecidos na literatura, com apenas 100 pontos iniciais. Nos demais casos, a
solucdo obtida foi bem préxima da melhor solu¢do conhecida, com erro relativo
méximo de 5,08, apresentado no caso de 70 grupos. Para 2 grupos, todas as 100

tentativas levaram a mesma solugdo.
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Tabela 4.3 - Resultados para o problema P654

Hyperbolic Smoothing Clustering

Melhor solugdo conhecida F

q Fmin Ocorréncia Erro Médio Tempo Médio Fot Erro Comparativo
2 815313,0 100 0.00 0.07 815313,0 0,00
3 551063,0 64 0.07 0.13 551063,0 0,00
4 288191,0 81 14.12 0.20 288191,0 0,00
5 209069,0 71 12.40 0.27 209069,0 0,00
6 180488,0 29 5.73 0.39 180488,0 0,00
7 163704,0 13 5.64 0.55 163704,0 0,00
8 147051,0 11 4.83 0.73 147051,0 0,00
9 130936,0 11 5.91 0.89 130936,0 0,00

10 115339,0 20 7.61 1.13 115339,0 0,00

11 100133,0 14 13.87 1.37 100133,0 0,00

12 941521 12 11.03 1.58 94152,05 0,00

13 89454,8 6 8.82 1.96 89454,76 0,00

14  84807,7 3 7.56 2.26 84807,69 0,00

15 80198,0 9 7.41 2.65 80177,04 0,03

20 63640,9 3 9.04 5.97 63389,02 0,40

25 546195 1 11.11 9.26 52209,51 4,62

30 46409,8 1 7.78 15.04 44705,19 3,81

35 40300,9 1 10.67 24.27 39257,26 2,66

40 36364,1 1 3.11 29.20 35704,40 1,85

45  33807,0 1 6.87 43.50 32306,97 4,64

50 30372,9 1 6.31 50.77 29338,01 3,53

55  27060,4 5 1.57 60.86 26699,16 1,35

60 25488,2 3 2.91 62.20 24504,39 4,01

65 233774 3 2.59 88.08 22747,09 2,77

70 225594 1 2.25 100.30 21468,15 5,08

75 20900,3 1 2.71 117.13 20312,96 2,89

80 19936,2 1 1.97 153.02 19193,88 3,87

85 18814,6 1 4.26 192.87 18316,53 2,72

90 18395,6 1 2.94 222.41 17544,35 4,85

95 17526,7 1 1.98 229.22 16786,38 4,41

100 16505,3 1 1.99 280.44 16087,68 2,60

54



4.2.2 - Problema teste U1060

No problema teste U1060, de modo andlogo ao problema anterior, também

foram realizadas comparacdes com os melhores resultados conhecidos na literatura.

Tabela 4.4 — Resultados para o problema U1060

Hyperbolic Smoothing Clustering

Melhor solucao conhecida;

q Fmin Ocorréncia Erro médio Tempo médio fot Erro Comparativo

2 3011160 100 0.00 0.30 X X
3 2426090 100 0.00 0.61 X X
4 2064240 100 0.00 0.90 X X
5 1852610 98 0.01 1.35| 1851879,9 0,04
6 1692620 5 0.08 1.06 X X
7 1558660 42 0.28 1.45 X X
8 1425090 94 0.21 1.79 X X
9 1326990 78 0.41 217 X X
10 1250450 44 0.21 3.01 1249564,8 0,07
15 980617 9 1.11 6.23 980132,1 0,05
20 829249 1 1.55 11.39 828802,0 0,05
25 721850 4 2.09 18.12 722061,2 -0,03
30 638686 1 2.60 26.89 638263,0 0,07
35 579280 1 2.89 37.58 577526,6 0,30
40 531706 1 2.91 52.40 529866,2 0,35
45 492658 1 2.57 78.72 489650,0 0,61
50 458641 1 2.47 83.41 453164,0 1,21
55 428909 1 2.68 104.34 422770,0 1,45
60 405151 1 2.57 124.67 397784.,4 1,85
65 381491 1 2.60 150.06 376759,5 1,26
70 361719 1 2.97 176.02 357385,0 1,21
75 346522 1 2.74 208.66 340242,0 1,85
80 333114 1 2.61 250.60 326053,2 2,17
85 318698 1 3.07 279.82 313738,2 1,58
90 310766 1 2.43 324.98 302837,0 2,62
95 297720 1 3.16 386.20 292875,1 1,65
100 287294 1 2.70 423.36 283113,0 1,48
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Na Tabela 4.4, por convencdo, os campos onde ndo se tem a melhor solucdo
conhecida, fy , foram preenchidos com a letra X. O resultado obtido para 25 grupos
(g=25), ¢ menor do que o respectivo valor da melhor solu¢do conhecida. Nos demais
casos, o algoritmo proposto, usando somente 100 pontos iniciais, produziu resultados

muito préximos aos melhores resultados conhecidos com o erro comparativo maximo

de 2,62.

4.2.3 - Problema teste PCB3038

Este problema teste € frequentemente utilizado em problemas de agrupamento
onde se minimiza a soma das distancias ao quadrado. Alguns resultados sao encontrados
na literatura para o problema discreto da p-mediana. Para o caso continuo, apenas
quando o nimero de centréides é muito grande, maior ou igual a 100, somente poucos

resultados sdo registrados através de métodos heuristicos (BRIMBERG et al., 2000).

Tabela 4.5 - Resultados para o problema PCB3038

q Frnin Ocorréncia  Erro médio Tempo médio
2 2898540 10 0.00 0.88
3 2374450 8 0.12 1.74
4 1977870 10 0.00 2.54
5 1778510 6 0.01 2.09
6 1605930 10 0.00 4.43
7 1485820 1 0.50 6.12
8 1385190 3 0.27 6.91
9 1296830 8 0.25 5.45

10 1212050 6 0.31 6.70
15 969868 3 0.50 16.19
20 839442 4 0.17 26.61
25 748343 1 0.19 40.07
30 676691 1 0.28 61.74
35 616658 1 0.46 75.58
45 536030 1 0.29 164.03
50 506081 1 0.63 165.90
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A Tabela 4.5 apresenta os resultados para o problema PCB3038. Podemos ver
que em dez tentativas, o0 método convergiu em todas as tentativas para as mesmas
solucdes para os casos de 2, 4 e 6 grupos. Pode-se também observar que, a medida que o
nimero de grupos aumenta, hd uma tendéncia de decréscimo desses valores. De outro
lado, os baixos valores exibidos pela coluna Erro médio, mostram, de forma clara, a

consisténcia computacional do método proposto.

4.2.4 - Problema teste PLLA7397

A Tabela 4.6 apresenta os resultados para o problema PLA7397. Podemos ver
que nas dez tentativas realizadas, o método convergiu para as mesmas solucdes para 2 e
3 grupos. A medida que o nimero de grupos aumenta, de uma forma anéloga ao teste
anterior, o numero de ocorréncias da melhor solucdo encontrada diminui. Esse
fendmeno observado no conjunto de experimentos € muito natural, pois a complexidade

do problema e o nimero de minimos locais crescem com o nimero de grupos.

Tabela 4.6 - Resultados para o teste PLA7397

q F min Ocorréncia Erro médio Tempo médio
2 1009631094,88 10 0.00 1.44
3 775739054,15 10 0.00 3.01
4 604453117,00 6 8.95 5.40
5 531898862,70 5 10.91 8.62
6 470587831,11 7 2.47 11.42
7 436259767,42 4 4.27 14.77
8 402525675,30 5 2.01 19.97
9 384292455,95 9 0.65 27.22

10 367205709,70 3 1.97 32.48
15 304017244,50 1 1.74 81.59
20 247183124,65 1 1.73 137.12
25 220151679,01 1 1.14 226.17
30 201378489,09 1 1.40 365.42
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4.2.5 - Problema teste USA13509

Este problema teste possui 13509 observacdes e foi criado através da localizacio

das cidades dos Estados Unidos com mais de 500 habitantes.

A Tabela 4.7 mostra resultados para o problema USA13509. De 2 a 5 grupos o
erro médio € zero, pois 0 método convergiu para a mesma solugdo. Para os demais casos
com maior nimero de grupos o erro médio permaneceu muito pequeno. Esse
comportamento indica, uma vez mais, a consisténcia computacional da metodologia
proposta.

Tabela 4.7 - Resultados para o teste USA13509

q Fmin Ocorréncia Erro médio Tempo médio
2 1,07194E+09 10 0.00 6.64
3 7,99993E+08 10 0.00 9.52
4 6,80198E+08 10 0.00 11.27
5 5,85900E+08 10 0.00 18.29
6 5,25966E+08 9 0.39 22.12
7 4,84741E+08 9 0.21 28.32
8 4,50157E+08 3 0.78 35.47
9 4,21673E+08 5 1.30 41.96

10 4,08167E+08 3 0.71 55.71
15 3,17216E+08 5 0.45 125.02
20 2,66171E+08 3 0.96 251.79
30 2,10216E+08 1 2.27 593.38
40 1,79911E+08 1 1.27 1195.68

A Figura 4.5 (http://www.tsp.gatech.edu/gallery/idata/usal3509.html) mostra

este conjunto de dados. E possivel ver claramente um esboco do mapa dos Estados

Unidos.
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Figura 4.5- Conjunto de dados USA13509

4.2.6 - Problema teste D15112

A Tabela 4.8 mostra resultados para o problema teste D15112, que corresponde
a um conjunto de 15112 cidades da Alemanha. As colunas tém os mesmos significados
previamente definidos. De modo andlogo aos resultados anteriores, o erro médio é

muito pequeno, mostrando consisténcia da proposta metodoldgica.

Tabela 4.8 - Resultados para o problema D15112

Erro Tempo

q F min Ocorréncia médio médio
2 6,88513E+07 10 0.00 2.77
3 5,49316E+07 10 0.00 5.37
4  459830E+07 10 0.00 7.62
5  4,01359E+07 9 0.79 12.04
6 3,66573E+07 6 0.89 16.79
7 3,39779E+07 10 0.00 21.48
8 3,17781E+07 7 0.91 28.70
9 3,01750E+07 7 0.44 36.77
10  2,85082E+07 5 0.61 44.59
15 2,32074E+07 3 0.17 95.26

20  1,98848E+07 0.19 189.48
25 1,77769E+07 1 0.48 288.57

—_
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4.2.7 - Problema teste D18512

A figura 4.6 mostra o conjunto de dados D18512, que corresponde a um

conjunto de 18512 cidades da Alemanha.

D18512

6000 8000 10000
| |

4000

I I I I I
2000 4000 6000 8000 10000

Figura 4.5- Conjunto de dados D18512

A Tabela 4.9 mostra resultados para o problema D18512. Para os casos de 2 a 5
grupos o erro médio € zero, pois o método convergiu para a mesma solucdo. Para os
demais casos o erro permaneceu muito pequeno. Para esse problema teste, o ndmero de

tentativas foi fixado em 100 para cada caso.
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Tabela 4.9 - Resultados para o problema D18512

q Fmin Ocorréncia Erro médio Tempo médio
2 30769651,65 100 0.00 3.26
3 24712136,20 100 0.00 5.68
4 20836111,94 100 0.00 9.31
5 19004859,63 13 0.33 14.41
6 17231136,70 50 0.36 18.91
7 15782176,55 96 0.02 23.59
8 14689649,03 23 0.04 30.13
9 13583885,41 99 0.05 34.81

10 12966043,08 22 0.55 44.72
15 10640348,71 49 0.26 99.39
20  9080013,54 50 0.19 174.23
25  8108354,79 7 0.13 289.54

A figura 4.7 ilustra uma solug¢do para o caso com 2 grupos. Nessa figura, cada

grupo possui uma cor diferente e os centrdides sdo os pontos na cor preta.

6000 8000 10000
1 1 1

4000

T T T T T
2000 4000 6000 8000 10000

Figura 4.7- Conjunto de dados D18512 agrupados em 2 grupos
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Figura 4.8- Conjunto de dados D18512 agrupados em 30 grupos

A figura 4.8 ilustra uma solugdo para o caso de 30 grupos, onde cada observacio

estd conectada por um segmento de reta ao seu centréide.

62



4.2.8 - Problema teste PLLA33810

Usando as mesmas convengdes anteriores, a Tabela 4.10 mostra os
resultados obtidos para esse conjunto de dados, exibindo um comportamento do método

andlogo aqueles anteriores. A consisténcia do método € confirmada novamente.

Tabela 4.10 - Resultados para o problema PLA33810

q Frnin Ocorréncia Erro médio Tempo médio
2 5,13203E+09 10 0,00 10,28
3 4,10346E+09 10 0,00 18,25
4 3,42138E+09 10 0,00 24,95
5 3,09212E+09 1 0,18 42,35
6 2,81971E+09 10 0,00 53,44
7 2,60162E+09 5 0,23 70,66
8 2,42045E+09 9 0,13 88,33
9 2,27991E+09 8 0,28 113,38

10 2,17520E+09 8 0,06 137,16
15 1,79317E+09 6 0,08 358,53
20 1,54650E+09 3 0,20 637,96
25 1,37892E+09 3 0,12 937,35
30 1,25795E+09 1 0,41 1506,22
35 1,16645E+09 1 0,10 3576,52
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4.2.9 - Problema teste PLA85900

O problema teste PLA85900 é uma das maiores instancias da biblioteca TSPLIB.
Esse conjunto de dados, mostrado pela Figura 4.9, define o maior problema do caixeiro

viajante atualmente resolvido de forma exata.
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Figura 4.9- Conjunto de dados PLA85900

Usando as mesmas convengdes anteriores, a Tabela 4.11 mostra os resultados
obtidos para esse conjunto de dados, exibindo um comportamento do método anédlogo
aqueles anteriores. A consisténcia do método é confirmada novamente. Nio foi

possivel encontrar solugdes publicadas para essa instancia. Esse mesmo fato igualmente
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aconteceu para os problemas teste PCB3038, PLA7397, USA13509, D15112, D18512
e PLA33810..

Figura

grupos.

Tabela 4.11- Resultados para o problema PLA85900

q

|:min.

Ocorréncia Erro médio Tempo médio

0o N o o0 A WD

15
20
30
40

1,63625E+10
1,27835E+10
1,08063E+10
9,84539E+09
9,02515E+09
8,36416E+09
7,78239E+09
7,37264E+09
7,04126E+09
5,76935E+09
5,02191E+09
4,11982E+09
3,58238E+09

6
10
10

7
10

3
10

9

1
10

0,27
0,00
0,00
0,11
0,00
0,18
0,00
0,09
0,19
0,00
0,13
0,08
0,11

25,33
50,91
74,62
121,02
156,63
206,71
260,89
317,09
381,33
937,84
1690,06
4062,92
8169,64

A Figuras 4.10 ilustra as solu¢des produzidas para os casos de 2 a 5 grupos e a

4.11

ilustra

as

solucdes

para

(O]

Ccasos

de

6

a
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Figura 4.10 — Conjunto de dados PLA85900 agrupado de 2 a 5 grupos.
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Figura 4.11 — Conjunto de dados PLA85900 agrupado de 6 a 10 grupos.
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85900 Observagoes
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Figura 4.12 — Conjunto de dados PLA85900 agrupado em 40 grupos.
A Figura 4.12 ilustra a solu¢do produzida para o caso com 40 grupos.

Novamente as observacdes estdo conectadas por segmentos aos centrdides em diferentes

cores.
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5 - Conclusoes

Neste trabalho foi apresentada uma nova proposta metodoldgica para resolucao

do problema de agrupamento segundo o critério de minimizacdo da soma de distancias.

Primeiramente, deve ser registrado que o algoritmo fundamentado nessa
proposta teve um desempenho satisfatério. Sendo aplicado a pequenas instancias, que
sdao amplamente testadas, obteve resultados iguais e até melhores do que os conhecidos
na literatura. Além disso, o algoritmo resolveu com consisténcia problemas maiores,

problemas esses, para os quais nao se tém resultados conhecidos na literatura.

Em todos os casos, o erro relativo apresentado foi sempre pequeno, mostrando
que o algoritmo € consistente, pois para diferentes pontos iniciais, gera solucdes muito
proximas. Ademais, o algoritmo se mostrou robusto e eficiente, pois as solucdes foram

de boa qualidade, considerando os valores da solugdo e os tempos de execucao.

Em suma: os resultados computacionais obtidos mostram que a abordagem
metodoldgica foi exitosa. Mesmo assim, algumas melhorias podem ser feitas em

trabalhos futuros. Abaixo, relacionamos quatro mais importantes:

- Uso do esquema de parti¢do das observacdes em dois conjuntos; observacoes
em faixas de fronteira entre dois ou mais centrdides e observacdes situadas em regides
gravitacionais. Esse esquema foi usado com amplo sucesso na resolu¢cdo do problema de
agrupamento, segundo o critério de soma de minimos quadrados em XAVIER e
XAVIER (2011). Pela grande analogia entre os dois problemas, espera-se que a inclusdo
desse procedimento de particdo oferecerd uma melhora substancial nos tempos de

execucao.

- Controle da ocorréncia de agrupamentos vazios, ou seja, centrdides aos quais
ndo possuam observagdes associadas: A ocorréncia de grupos vazios viola as hipéteses
mais elementares da especificacdo do problema. Sob o ponto de vista computacional,
destr6i as propriedades naturais de convergéncia do algoritmo. Observamos

empiricamente que as maiores dificuldades oferecidas ao desempenho do algoritmo
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foram derivadas dessas ocorréncias. Dessa maneira, a inclusdo de salvaguardas internas

no algoritmo para evitd-las é essencial.

- Escolha de pontos inicias: Como registrado amplamente na literatura, por
exemplo por BRIMBERG et al. (2000), a escolha de um bom ponto inicial é de
fundamental importincia para a obtencdo de uma solugdo final. Na presente
implementacdo do método, esse procedimento foi feito da forma mais simples.
Certamente, a definicdo de um ponto inicial, levando em consideracdo a distribui¢do
espacial das observacdes e as particularidades do problema, produzird melhoras de
desempenho do algoritmo. Para esse fim, pode-se, por exemplo, usar o esquema

incremental usado com sucesso por Bagirov (2008).

- Especificacdo dos valores dos parametros e manipulacdo desses valores: Como
toda a proposta metodoldgica é fundamentada nos parametros 7 , £, ¥ e nas taxas
de reducdo desse valores, € natural que as escolha inicial e a atualizagdo do conjunto
desses valores definem o desempenho global do algoritmo. No desenvolvimento da
implementacdo do método, foi feito um conjunto de testes visando uma harmonizacdo

entre os parametros. H4 muito a ser pesquisado e melhorado nesse assunto.

- Regra de parada: O critério de parada adotado, nimero fixo de iteracdes, é

muito singelo. H4 intimeras formas de aprimora-lo
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Anexo 1- Codigos R

1.1 Codigo do método Hierarquico

hc <- hclust(dist(USArrests), "ave"
(dend1 <- as.dendrogram(hc))
plot(dend1)

1.2 Cédigo do algoritmo CLARA

library(cluster)

X <- rbind(cbind(rnorm(200,0,8), rnorm(200,0,8)),
cbind(rnorm(300,50,8), rnorm(300,50,8)))

clarax <- clara(x, 2, samples=50)

clarax

clarax$clusinfo

plot(clarax)

data(xclara)
(clx3 <- clara(xclara, 3))

plot(clx3)

1.3 Codigo do algoritmo EM

library(mclust)

x1 = morm(n=20, mean=1, sd=1)
y1 = rnorm(n=20, mean=1, sd=1)
x2 = rnorm(n=20, mean=5, sd=1)
y2 = rnorm(n=20, mean=5, sd=1)

rx = range(x1,x2)
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ry =range(yl,y2)

plot(x1, y1, xlim=rx, ylim=ry)
points(x2, y2)

mix = matrix(nrow=40, ncol=2)
mix[,1] =c(x1, x2)

mix[,2] =c(yl, y2)

mixclust = Mclust(mix)

plot(mixclust, data = mix)

1.4 Cédigo do algoritmo DBSCAN

n <- 600

library(fpc)

x <- cbind(runif(10, 0, 10)+rnorm(n, sd=0.2), runif(10, 0, 10)+rnorm(n, sd=0.2))
ds <- dbscan(x, 0.2)

plot(ds, x,xlab="",ylab="",main="")
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