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Resumo da Tese apresentada à COPPE/UFRJ como parte dos requisitos necessários

para a obtenção do grau de Doutor em Ciências (D.Sc.)

MÉTODO DE PONTO PROXIMAL PARA MINIMIZAÇÃO MULTIOBJETIVO

QUASE-CONVEXA

Hellena Christina Fernandes Apolinário

Julho/2014

Orientador: Paulo Roberto Oliveira

Programa: Engenharia de Sistemas e Computação

Neste trabalho, propomos dois métodos de escalarização proximal para resolver

problemas de minimização multiobjetivo, sem restrições, com funções vetoriais F

quase-convexas. Consideramos em um dos métodos, o subdiferencial de Clarke, e

no outro, o subdiferencial de Frechét.

Em ambos os métodos, os subproblemas a serem resolvidos em cada iteração

foram regularizados pelo quadrado da distância euclidiana. No primeiro método,

considerando F localmente Lipschitz e quase-convexa, provamos a convergência fraca

e a convergência global da sequência gerada pelo método para pontos Pareto-Clarke

cŕıticos.

No segundo método, considerando F semicont́ınua inferior, estabelecemos a

existência das iteradas. Analisamos a convergência deste método sob alguns as-

pectos: primeiro, se F além de semicont́ınua inferior, é quase-convexa, mostramos a

convergência para soluções Pareto fracas quando a sequência dos parâmetros regu-

larizadores converge para zero e as iterações minimizam a função regularizada. Se

F é cont́ınua e quase-convexa e os parâmetros regularizadores são limitados obte-

mos a convergência em um sentido generalizado. Posteriormente, considerando F

continuamente diferenciável e quase-convexa, mostramos a convergência global da

sequência gerada pelas versões, exata e inexata, para pontos Pareto cŕıticos.

Estes dois métodos podem ser vistos como uma extensão para o caso não convexo,

do método proximal inexato para problemas de minimização convexa multiobjetivo,

estudado por Bonnel et al. (SIAM Journal 15, 4, 953-970, 2005).
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requirements for the degree of Doctor of Science (D.Sc.)

PROXIMAL POINT METHOD FOR QUASICONVEX MULTIOBJECTIVE
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In this paper , we propose two proximal scalarization methods for solving mul-

tiobjective minimization problems without constraints with F a quasiconvex vector

function. We consider in one of the methods, the Clarke subdifferential, and in the

other, the Frechét subdifferential.

In both methods , the subproblems to be solved in each iteration were regularized

by the square of the Euclidean distance . In the first method , considering F locally

Lipschitz and quasiconvex, we prove the weak convergence and global convergence

of the sequence generated by the method to Pareto-Clarke critical points.

In the second method, considering F lower semicontinuous, we have established

the existence of iterations. We analyze the convergence of this method under some

hypotheses: first, if F beyond lower semicontinuous, is quasi-convex, we show con-

vergence to weak Pareto solutions when the sequence of regularization parameters

converges to zero and each iteration minimizes the regularized function. If F is a

continuous and quasiconvex mapping, and the regularization parameters are lim-

ited we obtain the convergence in a generalized sense. Subsequently, considering F

continuously differentiable and quasiconvex, we show the global convergence of the

sequence generated by the exact and inexact versions for Pareto critical points.

These methods may be seen as an extension to the nonconvex case , of the

inexact proximal method for multiobjective convex minimization problems studied

by Bonnel et al. (SIAM Journal 15, 4, 953-970, 2005).
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Notações

N Conjunto dos números naturais.

R Conjunto dos números reais.

Rm Espaço Euclidiano m-dimensional.

Rm
+ Ortante não-negativo de Rm.

Rm
++ Interior de Rm

+ .

〈x, y〉 Produto interno Euclidiano de x e y em Rm.

‖.‖ Norma euclidiana.

δC Função indicadora do conjunto C.

NC(x) Cone normal no ponto x em relaçãoo ao conjunto C.

∂̂h(x) Subdiferencial Fréchet da função h em x.

∂h(x) Subdiferencial-limite da função h em x.

∂̂εh(x) ε-Subdiferencial Fréchet da função h em x.

∂oh(x) Subdiferencial de Clarke de h em x.

ho(x, d) Derivada direcional de Clarke de h em x na direção d.
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Introdução

Neste trabalho consideramos o seguinte problema de otimização multiobjetivo

irrestrito:

min{F (x) : x ∈ Rn} (1)

onde F : Rn −→ Rm é uma função vetorial quase-convexa no espaço Euclidiano Rn.

As funções quase-convexas podem ser caracterizadas em termos da convexidade de

seus conjuntos de ńıvel. Esta classe de funções, que contém a classe das funções

convexas, tem sido o ponto de partida para muitas pesquisas em convexidade gene-

ralizada. Uma motivação para o estudo deste problema é a teoria da demanda do

consumidor na economia onde a quaseconvexidade do vetor de funções objetivo é

uma condição natural associada à diversificação do consumo, ver Mas Colell et al.

[31]. Outra motivação são as extensões de métodos bem conhecidos em otimização

convexa para otimização quase-convexa. Mencionamos os seguintes trabalhos:

• Bello Cruz et al. [9] consideraram o método do gradiente projetado para

resolver o problema de encontrar Pareto ótimo de uma função multiobjetivo

quase-convexa. Provaram a convergência da seqüência gerada pelo algoritmo

para um ponto fixo, e, quando as componentes da função multiobjetivo são

pseudoconvexas, obtiveram a convergência para uma solução Pareto fraca.

• da Cruz Neto et al. [14] estenderam o método do subgradiente clássico em

minimização de valor real para otimização multiobjetivo. Assumindo a quase-

convexidade do vetor de funções objetivo, isto é, quaseconvexidade componente

a componente, obtiveram a convergência completa da seqüência a uma solução

Pareto.

• Papa Quiroz e Oliveira ([34],[35], [37]) estenderam a convergência do método

do ponto proximal para problemas de minimização quase-convexa em varieda-

des Riemannianas gerais as quais incluem o espaço euclidiano. Além disso, em

[36], os autores estenderam a convergência do método ponto proximal para o

ortante não negativo.
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• Kiwiel [25]estendeu a convergência do método do subgradiente para resolver

problemas de minimização quase-convexa em espaços de Hilbert.

• Brito et al. [10] propuseram um algoritmo proximal interior inspirado por um

método proximal logaritimo-quadrático para problemas de minimização quase-

convexa com restrições lineares. Para este método, provaram a convergencia

global quando os parametros proximais convergem a zero. Esta última hipótese

pode ser descartada quando a função é assumida pseudoconvexa.

• Langenberg e Tichatschke [26] estudaram o método proximal quando a função

objetivo é quase-convexa, o problema está restrito a um conjunto convexo

fechado arbitrário, e a regularização é uma distancia de Bregman. Assumindo

que a função é localmente Lipschitz, e usando o subdiferencial de Clarke, os

autores demonstraram a convergência global do método para um ponto cŕıtico.

Neste trabalho estamos interessados em estender as propriedades de convergência

do método do ponto proximal para resolver o problema multiobjetivo quaseconvexo

(1).

O método do ponto proximal, introduzido por Martinet [29], para resolver o

problema min{f(x) : x ∈ Rn} onde f é uma função escalar, gera uma sequência

{xk}k∈N ⊂ Rn, a partir de um processo iterativo iniciando com um ponto x0 ∈ Rn,

arbitrário, e xk+1 ∈ argmin{f(x) + λk
2
‖x − xk‖2, x ∈ Rn}, onde λk > 0,∀ k ∈ N, é

um parâmetro de regularização. É bem conhecido, ver Guler [19], que se f é convexa

e {λk} satisfaz
+∞∑
k=1

(1/λk) = +∞, então limk→∞ f(xk) = inf{f(x) : x ∈ Rn}. Além

disso, se o conjunto das soluções ótimas é não vazio, obtemos que {xk} converge

para uma solução ótima do problema.

Quando F é convexa em (1), Bonnel at al. [8] provaram a convergência do

método do ponto proximal para uma solução Pareto fraca do problema (1) em um

contexto geral, ver também Villacorta e Oliveira [44] utilizando distâncias proximais,

e, Gregório e Oliveira [18] utilizando um método de escalarização proximal logaritmo

quadrático.

A dificuldade encontrada de considerar algoritmos de pontos proximais de va-

lor vetorial para resolver problemas de minimização multiobjetivo quase-convexa,

está na impossibilidade de transformar os subproblemas a serem resolvidos em cada

iteração em um problema ou em uma famı́lia de problemas escalares. Na otimização

vetorial convexa esta dificuldade é contornada ao aplicar o Teorema 2.10 do Luc [27],

pois este resultado garante uma escalarização dos subproblemas, e por conseguinte,

pode-se utilizar os resultados já consolidados da otimização escalar.

Desta forma, introduzimos dois métodos de escalarização proximal para resolver

o problema de minimização multiobjetivo quaseconvexo (1). No primeiro método

2



utilizamos o subdiferencial de Clarke, e as iterações são as seguintes: dado xk ∈ Rn,

encontrar xk+1 ∈ Ωk tal que,

0 ∈ ∂o
(
〈F (.), zk〉+

αk
2
〈ek, zk〉 ‖ . − xk‖2

)
(xk+1) +NΩk

(xk+1)

onde ∂o é o subdiferencial de Clarke, Ωk =
{
x ∈ Rn : F (x) � F (xk)

}
, αk > 0,

{ek} ⊂ Rm
++, ‖ek‖ = 1, {zk} ⊂ Rm

+\ {0}, ‖zk‖ = 1 e NΩk
(xk+1) o cone normal em

relação ao conjunto Ωk em xk+1. Provamos a boa definição da sequência gerada

pelo método, e mostramos a convergência fraca e a convergência global para um

ponto Pareto-Clarke cŕıtico ao considerarmos funções vetoriais localmente Lipschitz

e quase-convexa. Se o vetor de funções objetivo F é convexo, obtemos a convergência

para uma solução Pareto fraca do problema. No segundo método utilizamos o sub-

diferencial de Fréchet, e as iterações são as seguintes: dado xk ∈ Rn, encontrar

xk+1 ∈ Ωk tal que,

0 ∈ ∂̂
(
〈F (.), zk〉+

αk
2
〈ek, zk〉 ‖ . − xk‖2 + δΩk

(.)
)

(xk+1),

onde ∂̂ é o subdiferencial de Fréchet e δΩk
é a função indicadora do conjunto Ωk

(ver Definição (1.1.1) . Provamos a boa definição da sequência gerada pelo método,

e mostramos que esta sequência é Fejér convergente, quando a aplicação F é semi-

cont́ınua inferior e quase-convexa. Se as iterações são da forma,

xk+1 ∈ arg min
{
〈F (x), zk〉+ αk

2
〈ek, zk〉

∥∥x− xk∥∥2
: x ∈ Ωk

}
,

obtemos a convergência para solução Pareto fraca do problema quando {αk} con-

verge para zero. Quando a aplicação F é cont́ınua e quase-convexa, mostramos a

convergência do método em um sentido generalizado. Se o vetor de funções obje-

tivo F assume a condição de ser continuamente diferenciável, então mostramos a

convergência global para um ponto Pareto cŕıtico, e ainda neste caso, apresenta-

mos também uma versão inexata do método, cujas iterações são : dado xk ∈ Rn,

encontrar xk+1 ∈ Ωk tal que,

0 ∈ ∂̂εkΨk(x) + αk 〈ek, zk〉
(
x− xk

)
+NΩk

(x),

lim
k→+∞

εk = 0 .

onde ∂̂εk é o εk-subdiferencial de Fréchet (ver Definição 1.1.15).

Para esta versão inexata, mostramos a convergência fraca para um ponto Pareto

cŕıtico do problema.

Esta tese está dividida em 4 caṕıtulos. No Caṕıtulo 1 apresentamos algumas

notações, conceitos e resultados básicos, os quais serão úteis para o desenvolvimento
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do trabalho. No Caṕıtulo 2 estudamos o método escalar ponto proximal com sub-

diferencial de Clarke, o qual denotamos por MEPPC para resolver problemas de

minimização multiobjetivo quando o vetor de funções objetivo é quaseconvexo e

localmente Lipschitz. Este caṕıtulo gerou o artigo, [2], que foi submetido para apre-

ciação e posśıvel publicação na revista Journal of Global Optimization. No Caṕıtulo

3 estudamos o método escalar ponto proximal com subdiferencial de Fréchet, o

qual denotamos por MEPPF para resolver problemas de minimização multiobje-

tivo quando a função multiobjetivo é quase-convexa e semicont́ınua inferior, e neste

caso provamos que a sequência gerada é Fejér convergente. Se a função multiobje-

tivo é cont́ınua e quase-convexa, obtemos a convergência do método em um sentido

generalizado. Se a função multiobjetivo é continuamente diferenciável, garantimos

a convergência do método para pontos Pareto cŕıticos. Apresentamos também uma

versão inexata deste método, e provamos a convergência fraca para pontos Pareto

cŕıticos. Este caṕıtulo é parte do artigo em andamento, [38] e o caso particular

quando F é continuamente diferenciável e o algoritmo é dado por:

xk+1 ∈ arg min
{
〈F (x), zk〉+

αk
2
〈ek, zk〉

∥∥x− xk∥∥2
: x ∈ Ωk

}
,

gerou o artigo [1], publicado pela SOBRAPO no ano de 2013.
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Caṕıtulo 1

Preliminares

Neste caṕıtulo apresentamos alguns conceitos e resultados básicos que são de funda-

mental importância para o desenvolvimento do nosso trabalho. Estes fatos podem

ser encontrados, por exemplo, em Hadjisavvas [20], Mordukhovich [33], e Rockafellar

e Wets [41].

1.1 Noções básicas

Ao longo deste documento Rn denota o espaço euclidiano, isto é, um espaço vetorial

real com o produto interno canônico 〈x, y〉 =
n∑
i=1

xiyi e a norma dada por ||x|| =√
〈x, x〉.

Definição 1.1.1 Sejam f : Rn −→ R ∪ {+∞}, e D um subconjunto do Rn.

1. O domı́nio efetivo de f , denotado por dom (f), é definido por:

dom (f) = {x ∈ Rn : f(x) < +∞}.

2. A função f é própria se dom (f) 6= ∅.

3. A função f é coerciva se lim
‖x‖→+∞

f(x) = +∞.

4. A função f é semicont́ınua inferior no ponto x̄ ∈ Rn, quando para qualquer

sequência {xk} ⊂ Rn tal que lim
k→+∞

xk = x̄ tem-se f(x̄) ≤ lim inf
k→+∞

f(xk).

5. O conjunto dos minimizadores da função f denotaremos por

argmin{f(x) : x ∈ Rn} e o valor ótimo do problema min {f(x) : x ∈ Rn},
denotaremos por f ∗.

6. A função indicadora δD : Rn −→ R ∪ {+∞} do conjunto D, é dada por:

5



δD(x) :=

{
0, if x ∈ D

+∞, if x /∈ D

Temos que δD é convexa, se D é convexo; δD é semicont́ınua inferior, se D é

fechado, e δD é coerciva, se D é limitado.

Definição 1.1.2 Seja D ⊂ Rn um conjunto convexo e x̄ ∈ D. O cone normal no

ponto x̄ em relação ao conjunto D é dado por

ND(x̄) = {d ∈ Rn : 〈 d , x− x̄〉 ≤ 0,∀ x ∈ D}.

Definição 1.1.3 Seja f : Rn −→ R∪{+∞} uma função própria e D ⊂ dom(f) um

conjunto aberto. A função f é Lipschitz em D se existe uma constante real L ≥ 0

tal que, |f(x)− f(y)| ≤ L‖x− y‖, ∀x, y ∈ D.

Além disso, f é dita localmente Lipschitz em x̄ ∈ D ⊂ dom(f) se existe εx̄ > 0

e Lx̄ > 0 tal que |f(x) − f(y)| ≤ Lx̄‖x − y‖, ∀x, y ∈ B(x̄, εx̄), onde B(x̄, εx̄) =

{y ∈ Rn : ‖y − x̄‖ < εx̄}. Finalmente, f é dita localmente Lipschitz em D, se f é

localmente Lipschitz para cada x̄ ∈ D.

Definição 1.1.4 Seja f : Rn −→ R. Dizemos que d ∈ Rn é uma direção de descida

de f no ponto x̄ ∈ Rn, se exite ε > 0 tal que

f(x̄+ td) < f(x̄), ∀ t ∈ (0, ε].

O próximo resultado garante que o conjunto dos minimizadores de uma função, sob

algumas hipóteses, é não vazio.

Proposição 1.1.1 Seja f : Rn −→ R ∪ {+∞} uma função semicont́ınua inferior,

coerciva e própria. Então o valor f ∗ é finito e o conjunto argmin {f(x) : x ∈ Rn}
é não vazio e compacto.

Prova: Conferir, Rockafellar e Wets ([41], Teorema 1.9).

Um resultado importante que envolve sequências de números não negativos é o

seguinte:

Lema 1.1.1 Sejam {wk}, {pk} e {qk} sequências de números reais não-negativos.

Se

wk+1 ≤ (1 + pk)wk + qk,

∞∑
i=1

pk <∞ e
∞∑
i=1

qk <∞,

então a sequência {wk} é convergente.

Prova: Conferir Polyak ([40], Lema 2.2.2).

6



1.1.1 Otimização Multiobjetivo

Nesta subseção apresentamos algumas propriedades e notações em otimização mul-

tiobjetivo. Estes fatos básicos podem ser encotrados, por exemplo, em Miettinen

[32].

Neste trabalho consideramos o cone Rm
+ = {y ∈ Rm : yi ≥ 0, ∀ i = 1, ...,m}, o qual

induz uma ordem parcial � em Rm, dada por, para y, y′ ∈ Rm, y � y′ se e somente

se y′ − y ∈ Rm
+ , isto significa que yi ≤ y′i para todo i = 1, 2, ...,m , com associada

relação de ordem estrita ≺ induzida por Rm
++ = {y ∈ Rm : yi > 0,∀ i = 1, ...,m},

que representa o interior do cone, dada por y ≺ y′, se e somente se y′ − y ∈ Rm
++,

isto significa que yi < y′i para todo i = 1, 2, ...,m. Esta ordem parcial estabelece

uma classe de problemas conhecida na literatura como Otimização Multiobjetivo.

Vamos considerar o problema de otimização multiobjetivo (POM) irrestrito:

min {G(x) : x ∈ Rn} (1.1)

onde G : Rn −→ Rm, com G = (G1, G2, ..., Gm)T .

Definição 1.1.5 (Miettinen [32], Definição 2.2.1) Um ponto x∗ ∈ Rn é uma

solução Pareto para o problema (1.1), se não existe x ∈ Rn tal que Gi(x) ≤ Gi(x
∗),

para todo i ∈ {1, ...,m} e Gj(x) < Gj(x
∗), para algum j ∈ {1, ...,m} .

Definição 1.1.6 (Miettinen [32], Definição 2.5.1) Um ponto x∗ ∈ Rn é uma

solução Pareto fraca para o problema (1.1), se não existe x ∈ Rn tal que Gi(x) <

Gi(x
∗), para todo i ∈ {1, ...,m}.

Denotaremos por argmin{G(x) : x ∈ Rn} e por argminw {G(x) : x ∈ Rn} o conjunto

das soluções Pareto e Pareto fraca do problema (1.1), respectivamente. É fácil

verificar que arg min{G(x) : x ∈ Rn} ⊂ arg minw {G(x) : x ∈ Rn}.

No que segue assumimos que a função G é continuamente diferenciável. Para

x ∈ Rn, o jacobiano de G em x, denotado por JG(x), é uma matriz de ordem m×n
cujas entradas são definidas por (JG(x))i,j = ∂Gi

∂xj
(x). E a imagem do jacobiano de

G em x denotaremos por,

Im (JG (x)) := {JG (x) v = (〈∇G1(x), v〉, 〈∇G2(x), v〉, ..., 〈∇Gm(x), v〉) : v ∈ Rn}.

onde ∇Gi, com i ∈ {1, ...,m}, é o vetor gradiente de cada função componente de G.

No próximo resultado temos uma condição necessária de otimalidade de pri-

meira ordem para o problema (1.1) de um ponto x∗ ∈ Rn.
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Lema 1.1.2 Seja G : Rn −→ Rm, uma aplicação continuamente diferenciável e x∗

uma solução Pareto para o problema (1.1), então

Im (JG (x∗)) ∩
(
−Rm

++

)
= ∅ (1.2)

Prova: Por hipótese x∗ é solução Pareto do problema (1.1), então não existe x̄ ∈ Rn

tal que Gi(x̄) ≤ Gi(x
∗), para todo i ∈ {1, ...,m} e Gj(x̄) < Gj(x

∗), para algum

indice j ∈ {1, ...,m}. Suponha por contradição que d ∈ Im (JG (x∗)) ∩
(
−Rm

++

)
,

então existe v ∈ Rn tal que 〈∇Gi(x
∗), v〉 < 0, para todo i ∈ {1, ...,m}. Como G é

continuamente diferenciável,

lim
t→0

Gi(x
∗ + tv)−Gi(x

∗)

t
= 〈∇Gi(x

∗), v〉 < 0, ∀ i ∈ {1, ...,m}.

Isto implica dizer que, v é uma direção de descida, para cada função componente

Gi, isto é, ∃ t0 > 0, tal que

Gi(x
∗ + tv) < Gi(x

∗),∀ t ∈ (0, t0], ∀ i ∈ {1, ...,m}.

Portanto, v é uma direção de descida para G em x∗, (conferir, Fliege e Svaiter [15],

Fliege et al. [16], Graña Drummond e Svaiter [17]), isto é, ∃ t0 > 0 tal que

G(x∗ + tv) ≺ G(x∗), ∀ t ∈ (0, t0].

Isto contradiz o fato que x∗ é solução Pareto para o problema (1.1).

Observação 1.1.1 Observa-se que o Lema1.1.2 continua sendo válido quando x∗

é solução Pareto fraca para o problema (1.1). Desta forma, 1.2 é uma condição

necessária de otimalidade Pareto.

Equivalentemente, de (1.2), ∀ v ∈ Rn, existe i0 = i0(v) ∈ {1, ...,m} tal que

〈∇Gi0(x), v〉 ≥ 0.

Observe que a condição (1.2) generaliza para otimização multiobjetivo, a clássica

condição, ”gradiente igual a zero”, para o caso de valor real.

Em geral, (1.2) é necessária, mas não é suficiente para otimalidade. Consi-

dere o exemplo a seguir.

Exemplo 1.1.1 G : R2 −→ R2, tal que G(x1, x2) = (x3
1, x

3
2). Observe que:

JG(x1, x2) =

[
3x2

1 0

0 3x2
2

]
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e Im (JG (x1, x2)) = {(〈(3x2
1, 0), v〉 , 〈(0, 3x2

2), v〉) ,∀v ∈ Rn}.

Observe que para x∗ = (0, 0) temos que Im (JG (x∗)) ∩
(
−Rm

++

)
= ∅, ∀v ∈ Rn.

Porém, se considerarmos x̄ = (−1,−1), obtemos que G(x̄) ≺ G(x∗). Logo x∗ não é

solução Pareto fraca.

A partir da condição (1.2), temos a definição a seguir.

Definição 1.1.7 Um ponto x∗ ∈ Rn que satisfaz (1.2) é chamado um ponto Pareto

cŕıtico.

1.1.2 Escalarização

Nesta seção, com o objetivo de superar as dificuldades causadas pela não completude

da ordem estabelecida no espaço objetivo Rm, apresentamos uma técnica útil na oti-

mização multiobjetivo, a Escalarização. Esta técnica permite substituir o problema

de otimização multiobjetivo original em um problema de otimização escalar, ou em

uma famı́lia de problemas escalares e, assim, podemos usar os resultados existentes

na literatura relacionados à otimização escalar.

Definição 1.1.8 Uma função f : Rn −→ R é dita uma representação escalar

estrita de uma função vetorial F : Rn −→ Rm quando dados x, x̄ ∈ Rn :

F (x) � F (x̄) =⇒ f(x) ≤ f(x̄) e F (x) ≺ F (x̄) =⇒ f(x) < f(x̄).

Além disso, dizemos que f é uma representação escalar fraca de F se

F (x) ≺ F (x̄) =⇒ f(x) < f(x̄).

É fácil observar que toda representação escalar estrita também é uma representação

escalar fraca. O seguinte resultado propõe uma forma de obter uma representação

escalar estrita para funções FRn −→ Rm.

Proposição 1.1.2 Seja f : Rn −→ R uma função. f é uma representação escalar

estrita de F : Rn −→ Rm se, e somente se, existe uma função estritamente crescente

g : F (Rn) −→ R tal que f = g ◦ F .

Prova: Conferir Luc ([27], Proposição 2.3).

Exemplo 1.1.2 Seja a aplicação F : Rn −→ Rm. A função f : Rn −→ R, definida

por f(x) = 〈F (x), z〉, com z ∈ Rm
+\ {0}, fixo, é uma representação escalar estrita de

F .

Com efeito, dados x, x̄ ∈ Rn, se F (x) � F (x̄), então F (x̄)− F (x) ∈ Rm
+ , isto é,

Fi(x̄)− Fi(x) ≥ 0 para todo i ∈ {1, ...,m}. Segue que, para todo z ∈ Rm
+\ {0},
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[Fi(x̄)− Fi(x)]zi ≥ 0, ∀ i ∈ {1, ...,m},

Logo,

〈F (x̄)− F (x), z〉 ≥ 0, ∀ i ∈ {1, ...,m},

ou, equivalentemente,

〈F (x), z〉 ≤ 〈F (x̄), z〉.

Além disso, se F (x) ≺ F (x̄), então F (x̄) − F (x) ∈ Rm
++, isto é, Fi(x̄) − Fi(x) > 0

para todo i ∈ {1, ...,m}. Assim, para todo z ∈ Rm
+\ {0},

〈F (x̄)− F (x), z〉 > 0 =⇒ 〈F (x), z〉 < 〈F (x̄), z〉.

Proposição 1.1.3 Seja f : Rn −→ R uma representação escalar fraca da aplicação

F : Rn −→ Rm e argmin {f(x) : x ∈ Rn} o conjunto dos minimizadores de f . Então

temos a inclusão:

arg min {f(x) : x ∈ Rn} ⊆ arg minw{F (x) : x ∈ Rn}.

Prova: Seja x̄ ∈ arg min {f(x) : x ∈ Rn}, onde f é uma representação escalar

fraca, arbitrária, de F . Agora suponha que x̄ /∈ arg minw{F (x) : x ∈ Rn}, então

existe x̂ ∈ Rn tal que F (x̂) ≺ F (x̄). Segue que, para todo z ∈ Rm
+\ {0},

〈F (x̂), z〉 < 〈F (x̄), z〉. (1.3)

Como 〈F (.), z〉 é uma representação escalar estrita, e portanto, representação escalar

fraca de F , e ao considerarmos f(x) = 〈F (x), z〉, de (1.3), obtemos:

f(x̂) < f(x̄),

o que nos leva a uma contradição pois x̄ ∈ arg min {f(x) : x ∈ Rn}.

1.1.3 Funções Quase-Convexas

Nesta seção apresentamos o conceito e a caracterização de funções escalar e multi-

objetivo: convexas e quase-convexas, e funções multiobjetivo localmente Lipschitz.

Esta teoria pode ser encontrada em Bazaraa et al. [4], Luc [27], Mangasarian [28],

Rockafellar e Wets [41], e suas referências.

Definição 1.1.9 Seja f : Rn −→ R ∪ {+∞} uma função própria. Então, f é

convexa, se para todo x, y ∈ Rn, e para todo t ∈ [0, 1],
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f(tx+ (1− t)y) ≤ tf(x) + (1− t)f(y).

Definição 1.1.10 Seja f : Rn −→ R ∪ {+∞} uma função própria. Então, f é

quase-convexa se, para todo x, y ∈ Rn, e para todo t ∈ [0, 1],

f(tx+ (1− t)y) ≤ max {f(x), f(y)} .

Quando esta desigualdade é estrita, isto é, f(tx + (1 − t)y) < max {f(x), f(y)} e

t ∈ (0, 1), para x 6= y, a função f é estritamente quase-convexa.

Observe que se f é uma função quase-convexa então dom(f) é um conjunto

convexo. Por outro lado, enquanto uma função convexa pode ser caracterizada pela

convexidade do seu eṕıgrafo, uma função quase-convexa pode ser caracterizada pela

convexidade dos seus conjuntos de ńıvel:

Teorema 1.1.1 Seja f : Rn −→ R ∪ {+∞} uma função própria. Então f é quase-

convexa se, e somente se,

Sα = {x ∈ Rn : f(x) ≤ α}

é convexo para cada número real α.

Prova: Conferir Bazaraa et al. ([4], Teorema 3.5.2).

Teorema 1.1.2 Seja f : Rn −→ R∪{+∞} uma função diferenciável em Rn. Então

f é quase-convexa se, e somente se, a seguinte afirmação é satisfeita:

se f(x) ≤ f(y) então 〈∇f(y), x− y〉 ≤ 0.

Prova: Conferir Mangasarian ([28], Teorema 4).

Nas definições a seguir são consideradas funções vetoriais, e a noção de convexi-

dade, quase-convexidade e localmente Lipschitz para aquelas aplicações.

Definição 1.1.11 Seja F = (F1, ..., Fm)T : Rn −→ Rm uma aplicação, então F

é Rm
+ -convexa, se e somente se toda função componente de F , Fi : Rn −→ R, é

convexa.

Definição 1.1.12 Seja F = (F1, ..., Fm)T : Rn −→ Rm uma aplicação, então F é

Rm
+ - quase-convexa, se e somente se toda função componente de F , Fi : Rn −→ R,

é quase-convexa.

Definição 1.1.13 Seja F = (F1, ..., Fm)T : Rn −→ Rm uma aplicação, então

F é localmente Lipschitz em Rn, se e somente se toda função componente de F ,

Fi : Rn −→ R, é localmente Lipschitz em Rn.
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1.1.4 Subdiferenciais Fréchet e Limite

A seguir recordamos algumas definições e resultados que tratam do cálculo subdife-

rencial.

Definição 1.1.14 Seja f : Rn → R ∪ {+∞} uma função própria.

(a) Para cada x ∈ domf o conjunto dos subgradientes regulares, também chamado

de subdiferencial de Fréchet de f em x, denotado por ∂̂f(x), é o conjunto dos

vetores v ∈ Rn tal que

f(y) ≥ f(x) + 〈v, y − x〉+ o(‖y − x‖), onde lim
y→x

o(‖y−x‖)
‖y−x‖ = 0.

Ou equivalentemente,

∂̂f(x) :=

{
v ∈ Rn : lim inf

y 6=x, y→x

f(y)− f(x)− 〈v, y − x〉
‖y − x‖

≥ 0

}
Se x /∈ dom(f) então ∂̂f(x) = ∅.

(b) O conjunto dos subgradientes generalizados, também chamado de subdiferencial

limite de f em x ∈ Rn, denotado por ∂f(x), é definido como segue:

∂f(x) :=
{
v ∈ Rn : ∃ xn → x, f(xn)→ f(x), vn ∈ ∂̂f(xn) com vn → v

}
.

Proposição 1.1.4 Para uma função f : Rn → R∪{+∞} e um ponto x̄ ∈ dom(f),

os conjuntos ∂f(x̄) e ∂̂f(x̄) são fechados, com ∂̂f(x̄) convexo e ∂̂f (x̄) ⊂ ∂f (x̄).

Prova: Conferir, Rockafellar e Wets ([41], Teorema 8.6).

Os subdiferenciais Fréchet e limite generalizam o subdiferencial de funções con-

vexas. Segue o resultado.

Proposição 1.1.5 Sejam f : Rn → R ∪ {+∞} uma função própria, convexa e

x ∈ dom(f). Então

∂̂f(x) = ∂f(x) = {y ∈ Rn : f(z) ≥ f(x) + 〈y, z − x〉, ∀ z ∈ Rn}.

Prova: Conferir Rockafellar e Wets ([41], Proposição 8.12).

Além disso, quando f é convexa, a derivada direcional da f em x na direção d é

dada por:

f ′(x, d) := lim
t↓0

f(x+ td)− f(x)

t
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A Proposição a seguir é conhecida como regra generalizada de Fermat, e trata da

condição necessária de otimalidade. Além disto, em um problema de otimização em

que a função e as restrições do problema são convexas, então esta condição torna-se

também suficiente.

Proposição 1.1.6 Se uma função própria f : Rn → R ∪ {+∞} tem um mı́nimo

local em x̄ ∈ dom(f), então 0 ∈ ∂̂f (x̄) e portanto 0 ∈ ∂f(x̄).

Prova: Conferir Rockafellar e Wets ([41], Teorema 10.1).

Observação 1.1.2 Seja C ⊂ Rn e f : C → R ∪ {+∞}. A minimização de f sobre

o conjunto C é um caso especial da condição de otimalidade da regra generalizada

de Fermat, na Proposição (1.1.6). Isto implica que se f possui um mı́nimo local em

x̄ ∈ C, então 0 ∈ ∂̂(f + δC)(x̄), onde δC é a função indicadora do conjunto C.

Proposição 1.1.7 Seja f : Rn → R ∪ {+∞} uma função própria. Então, as

seguintes propriedades são verdadeiras:

(i) Se f é diferenciável em x̄ então ∂̂f(x̄) = {∇f(x̄)}, e portanto ∇f(x̄) ∈ ∂f(x̄);

(ii) Se f é continuamente diferenciável em uma vizinhança de x, então ∂̂f(x) =

∂f(x) = {∇f(x)};

(iii) Se g = f +h com f finita em x̄ e h continuamente diferenciável em uma

vizinhança de x̄ então ∂̂g(x̄) = ∂̂f(x̄) +∇h(x̄) e ∂g(x̄) = ∂f(x̄) +∇h(x̄).

Prova: Conferir Rockafellar e Wets ([41], Exerćıcio 8.8, pp 304).

O subdiferencial limite possui importantes propriedades, e uma delas, de grande

importância para o nosso trabalho, trata do subdiferencial da soma. Segue o resul-

tado.

Proposição 1.1.8 Sejam f, g : Rn → R ∪ {+∞} funções próprias tais que f é

localmente Lipschitz em x̄ ∈ dom(f) ∩ dom(g) e g é semicont́ınua inferior neste

ponto. Então,

∂(f + g)(x̄) ⊂ ∂f(x̄) + ∂g(x̄).

Prova: Conferir Mordukhovich ([33] Theorem 2.33).
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1.1.5 ε-Subdiferencial

Apresentamos alguns conceitos e resultados importantes sobre ε-subdiferencial. A

teoria sobre estes fatos pode ser encontrada em Jofré et al.[23], Rockafellar e Wets

[41].

Definição 1.1.15 Seja f : Rn → R ∪ {+∞} uma função semicont́ınua inferior,

própria e ε um número real dado não negativo. O ε-subdiferencial de Fréchet de f

em x ∈ dom(f) é definido por:

∂̂εf(x) :=

{
x∗ ∈ Rn : lim inf

‖h‖→0

f(x+ h)− f(x)− 〈x∗, h〉
‖h‖

≥ −ε
}

(1.4)

Observação 1.1.3 Quando ε = 0, (1.4) reduz ao subdiferencial de Fréchet,o qual é

denotado por ∂̂f(x), de acordo com a Definição 1.1.14. Mais precisamente,

x∗ ∈ ∂̂f(x), se e somente se, para cada η > 0 existe δ > 0 tal que

〈x∗, y − x〉 ≤ f(y)− f(x) + η‖y − x‖, para todo y ∈ x+ δB,

onde B representa a bola unitária fechada em Rn.

Assim ∂̂f(x) = ∂̂0f(x) ⊂ ∂̂εf(x), para toda função f : Rn → R ∪ {+∞}
própria, semicont́ınua inferior, para todo x ∈ Domf e ε ∈ R+.

Como observado por Treiman [43]:

x∗ ∈ ∂̂εf(x)⇔ x∗ ∈ ∂̂(f + ε‖.− x‖)(x).

Equivalentemente, isto significa dizer que x∗ ∈ ∂̂εf(x), se e somente se, para cada

η > 0, existe δ > 0 tal que

〈x∗, y − x〉 ≤ f(y)− f(x) + (ε+ η)‖y − x‖, para todo y ∈ x+ δB.

A seguir definiremos um outro tipo de subdiferencial aproximado.

Definição 1.1.16 O ε-subdiferencial limite de Fréchet de f em x ∈ dom(f) é defi-

nido por

∂εf(x) := lim sup
y

f−→x

∂̂εf(y) (1.5)

onde lim sup
y

f−→x

∂̂εf(y) := {x∗ ∈ Rn : ∃ x∗n
f−→ x, x∗n −→ x∗com x∗n ∈ ∂̂εf(xn)∀n ∈ N}
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No caso em que f é continuamente diferenciável, o ε-subdiferencial limite de Fréchet

assume um forma muito simples, de acordo com a proposição a seguir, a qual pode

ser encontrada em Jofré et al.[23].

Proposição 1.1.9 Seja f : Rn → R uma função continuamente diferenciável em x

com derivada Df(x) = ∇f(x). Então:

∂εf(x) = ∇f(x) + εB.

Prova: Conferir Jofré et al.([23], Proposição 2.8).

1.1.6 Derivada direcional e Subdiferencial de Clarke

Definição 1.1.17 Seja f : Rn → R ∪ {+∞} uma função própria e localmente

Lipschitz em x ∈ dom(f) e d ∈ Rn. A derivada direcional de Clarke de f em x na

direção d, denotada por f o(x, d), é definida por

f o(x, d) = lim sup
t↓0 y→x

f(y + td)− f(y)

t

e o subdiferencial de Clarke de f em x, denotado por ∂of(x), é definido por

∂of(x) = {w ∈ Rn : 〈w, d〉 ≤ f o(x, d),∀ d ∈ Rn}.

Observação 1.1.4 Segue diretamente das definições acima, que para todo x ∈ Rn,

temos que: ∂̂f(x) ⊂ ∂f(x) ⊂ ∂of(x) .(Conferir Bolte et al. [7], (7)).

Lema 1.1.3 Sejam f, g : Rn → R∪{+∞} funções localmente Lipschitz em x ∈ Rn.

Então, ∀d ∈ Rn:

(i) (f + g)o (x, d) ≤ f o (x, d) + go (x, d) ;

(ii) (λf)o (x, d) = λ (f o(x, d)) , ∀λ ≥ 0;

(iii) f o (x, λd) = λf o(x, d), ∀λ > 0.

Prova: A prova é imediata da definição da derivada direcional de Clarke de f em

x.

Lema 1.1.4 Sejam f : Rn → R uma função localmente Lipschitz em x e λ um

escalar arbitŕario. Então

∂o (λf) (x) ⊂ λ∂of(x)
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Prova: Conferir Clarke ([12], Proposição 2.3.1).

Lema 1.1.5 Sejam fi : Rn → R∪{+∞} funções próprias, localmente Lipschitz em

x, então

∂o

(
n∑
i=1

fi

)
(x) ⊂

n∑
i=1

∂ofi(x)

Prova: Conferir Clarke ([12], Proposição 2.3.3).

Proposição 1.1.10 Seja f : Rn → R ∪ {+∞} uma função própria e localmente

Lipschitz em Rn. Então f o é semicont́ınua superior, isto é, se {(xk, dk)} é uma

sequência em Rn tal que lim
k→+∞

(xk, dk) = (x, d), então lim sup
k→+∞

f o(xk, dk) ≤ f o(x, d).

Prova: Conferir Clarke ([12], Proposição 2.1.1, (b)).

A Proposição que segue será útil na demonstração da Féjer convergência da

sequência gerada pelo nosso método.

Proposição 1.1.11 Seja f : Rn −→ R uma função localmente Lipschitz em Rn e

quase-convexa. Se g ∈ ∂of(x), tal que 〈g, x̃− x〉 > 0 então, f(x) ≤ f(x̃).

Prova: Conferir Aussel ([3], Teorema 2.1).

Proposição 1.1.12 Seja f : Rn −→ R uma função convexa. Então ∂of(x) coincide

com o subdiferencial em x para funções convexas, e f o(x, d) coincide com a derivada

direcional f ′(x, d) para cada d.

Prova: Conferir Clarke ([12], Proposição 2.2.7)

1.1.7 Pareto-Clarke cŕıtico

Na Seção 1.1.1 introduzimos a definição de ponto Pareto cŕıtico para aplicações

continuamente diferenciáveis. Agora, com a teoria do subdiferencial de Clarke, in-

troduziremos a definição de ponto Pareto-Clarke cŕıtico para aplicações localmente

Lipschitz em Rn, que representa uma importante definição em nosso trabalho.

Definição 1.1.18 (Custódio et al. ([13], Definição 4.6)) Seja F =

(F1, ..., Fm)T : Rn −→ Rm uma aplicação localmente Lipschitz em Rn. Dizemos que

x∗ ∈ Rn é um ponto Pareto-Clarke cŕıtico de F , se para todas as direções d ∈ Rn,

existe i0 = i0(d) ∈ {1, ...,m} tal que F o
io(x

∗, d) ≥ 0.
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A Definição 1.1.18 diz essencialmente que não existe direção em Rn que seja direção

de descida para todas as funções objetivo (conferir, por exemplo, (Custódio et al.

[13]). Se um ponto é Pareto ótimo (local ou global), então é necessariamente um

ponto Pareto-Clarke cŕıtico.

Observação 1.1.5 Segue da definição anterior que se um ponto x não é Pareto-

Clarke cŕıtico, então existe uma direção d ∈ Rn satisfazendo

F o
i (x, d) < 0,∀ i ∈ {1, ...,m}

Isto implica que, para cada i ∈ {1, ...,m}, d é uma direção de descida, para cada

função Fi, i.e, existe ε > 0, tal que

Fi(x+ td) < Fi(x),∀ t ∈ (0, ε], ∀ i ∈ {1, ...,m}.

Este fato é bem conhecido, que d é uma direção de descida para a aplicação multi-

objetivo F em x, isto é, ∃ ε > 0 tal que

F (x+ td) ≺ F (x), ∀ t ∈ (0, ε].

Proposição 1.1.13 Seja x̄ um ponto Pareto-Clarke cŕıtico de uma aplicação local-

mente Lipschitz G : Rn −→ Rm. Se G é Rm
+ -convexa, então x̄ é uma solução Pareto

fraca do problema (1.1).

Prova: Como x̄ é uma ponto Pareto-Clarke cŕıtico de G, então existe i0 = i0(d) ∈
{1, ...,m} tal que Go

io(x̄, d) ≥ 0,∀d. Agora, visto que G é Rm
+− convexa então

a derivada direcional de Clarke coincide com a derivada direcional para funções

convexas, ver Proposição 1.1.12, isto é, podemos escrever:

Go
io(x̄, d) = G′io(x̄, d) ≥ 0,∀d ∈ Rn (1.6)

onde G′i0(x̄, d) é a derivada direcional da função convexa Gi0 em x̄ na direção d.

Por outro lado, suponha por contradição que x̄ não é solução Pareto fraca do pro-

blema (1.1), então existe x∗ ∈ Rn tal que

G(x∗) ≺ G(x̄), i.e, Gi(x
∗) < Gi(x̄),∀i ∈ 1, ...,m.

Portanto existe α > 0 tal que Gi0(x
∗) = Gi0(x̄) − α. Defina xλ = λx∗ + (1 − λ)x̄,

λ ∈ (0, 1). Da Rm
+ -convexidade da G temos

Gi0(xλ) = Gi0(λx
∗ + (1− λ)x̄) ≤ λGi0(x

∗) + (1− λ)Gi0(x̄) = −αλ+Gi0(x̄)

Segue que
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Gi0(x̄+ λ(x∗ − x̄))−Gi0(x̄)

λ
≤ −α < 0, ∀λ ∈ (0, 1).

Tomando d = x∗ − x̄ ∈ Rn e o limite quando λ converge a zero na desigualdade

acima, obtemos uma contradição com (1.6). Portanto x̄ é uma solução Pareto fraca

do problema (1.1).

1.1.8 Fejér convergência

Nesta seção apresentamos alguns conceitos e resultados em Fejér convergência, os

quais podem ser encontrados, por exemplo, em Schott [42].

Definição 1.1.19 Uma sequência {yk} ⊂ Rn é dita Fejér convergente a um con-

junto U ⊆ Rn, U 6= ∅, com respeito à norma Euclidiana, se, ‖yk+1 − u‖ ≤
‖yk − u‖ ,∀ k ∈ N, ∀ u ∈ U .

O seguinte resultado em Féjer convergência é bem conhecido. E a vantagem é que,

ao demonstrarmos que a sequência gerada pelo nosso algoritmo é Féjer convergente,

então garantimos a sua limitação, e consequentemente, a existência de pontos de

acumulação.

Lema 1.1.6 Se {yk} ⊂ Rn é Fejér convergente a um conjunto U 6= ∅, então:

(i) A sequência {yk} é limitada.

(ii) Se um ponto de acumulação y de {yk} pertence ao conjunto U , então

lim
k→+∞

yk = y.

Prova: Conferir Schott ([42], Teorema 2.7).
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1.2 Modelos Matemáticos de Otimização Quase-

convexa Multiobjetivo

Nesta seção apresentamos dois modelos matemáticos, os quais advém da Economia

e teoria de localização, e que representam na prática problemas multiobjetivos.

Exemplo 1.2.1 (Teoria da demanda) Consideramos um número finito n de bens de

consumo. Um consumidor é um agente que deve escolher quanto consumir de cada

bem. Um conjunto ordenado de números representando as quantidades consumidas

de cada bem é chamado de vetor de consumo, e denotado por x = (x1, x2, ..., xn) onde

xi, com i = 1, 2, ..., n, representa a quantidade consumida do bem i. Denotaremos

por X o conjunto viável destes vetores, o qual será chamado de conjunto de consumo,

e como se trata de quantidades, então X ⊂ Rn
+. Assim, na clássica abordagem

da demanda do consumidor, a análise do comportamento do consumidor inicia-

se especificando a relação de preferência, denotada por �, sobre o conjunto X. A

relação ”x � y” significa que ”x é ao menos tão bom quanto y ”ou ”y não é preferido

a x ”. O consumidor escolhe, de acordo com suas preferências, a combinação de

bens(vetor de consumo) que lhe proporciona o maior ńıvel de satisfação. Esta relação

de preferência � é assumida racional, isto é, é completa, pois o consumidor é capaz

de ordenar todas as combinações posśıveis de bens e/ou serviços, e transitiva, pois as

preferências do consumidor são consistentes, o que significa se o consumidor prefere

A a B, e B a C, então ele prefere A a C (conferir definição 3.B.1 de Mas-Colell et

al. [31]).

Uma função µ : X −→ R é dita uma função de utilidade que representa uma relação

de preferência em X, se a seguinte condição é satisfeita:

x � y ⇐⇒ µ(x) ≥ µ(y) (1.7)

A função utilidade é a forma que se tem de representar as preferências entre dois ve-

tores de consumo, o que tiver o valor da função utilidade mais elevada é o preferido.

Se tiverem o mesmo valor da função utilidade, então o consumidor é indiferente.

Além disto, se tivermos várias relações de preferências(múltiplos critérios), que sa-

tisfazem a condição 1.7, então teŕıamos uma função utilidade para cada uma destas

preferências.

Observe que nem sempre existe uma função utilidade para uma preferência. Para

isto, basta definir em X = R2 uma relação lexicográfica, dada por:

para x, y ∈ R2, x � y se, e somente se, ”x1 > y1” ou ”x1 = y1 e x2 ≥ y2”.

Felizmente, uma classe mais geral de relação de preferência pode ser representada

por funções utilidades, ver por exemplo Proposição 3.C.1 de Mas-Colell et al. [31].

Se uma relação de preferência � é representada por uma função utilidade µ,
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então o problema de maximizar a preferência do consumidor em X é equivalente a

resolver o problema de otimização

(P) max{µ(x) : x ∈ X}

Agora, considere múltiplos critérios, isto é, considere m relações de preferências

�. Para cada uma das m preferências, sempre existe uma função utilidade,

µ1, µ2, ..., µm, então o problema de maximizar a preferência do consumidor em X é

equivalente a resolver o problema de otimização multiobjetivo :

(P’) max{(µ1(x), µ2(x), ..., µm(x)) ∈ Rm : x ∈ X}

Por outro lado, um pressuposto natural da economia é que o consumidor tende a

diversificar o seu consumo entre todos os produtos, isto é, a preferência � satisfaz

a seguinte propriedade da convexidade: X é convexo e se x � z e y � z então

λx+ (1− λ)y � z, ∀λ ∈ [0, 1].

Se uma relação de preferência, �, pode ser representada por uma função uti-

lidade µ : X −→ R, então a propriedade da convexidade de � é equivalente a

quaseconcavidade da função utilidade µ. De fato, pelo fato de µ representar a

preferência �, para quaisquer x, y ∈ X tal que x � y temos que µ(x) ≥ µ(y).

Pela convexidade de �, para 0 ≤ α ≤ 1 temos αx + (1 − α)y � y. Assim,

µ(αx+ (1− α)y) ≥ µ(y) = min(µ(x), µ(y)) logo µ é quase-côncava.

Portanto (P’) torna-se um problema de maximização com função multiobje-

tivo quase-côncava, pois cada função componente é quase-côncava. Considerando

F = (−µ1,−µ2, ...,−µm), obtemos um problema de minimização multiobjetivo

quase-convexa , pois cada função componente é quase-convexa.

Existem várias classe de funções utilidades que são frequentemente utilizadas

para gerar funções de demanda. Uma das mais comuns é a função utilidade de

Cobb-Douglas, a qual é definida em R2 por: µ(x1, x2) = kxα1x
1−α
2 , com α ∈ (0, 1)

e k > 0. Outra forma comum de utilidade, é a função utilidade CES ( Constant

Elasticity of Substitution), definida em R2 por: µ(x1, x2) = (λ1x
ρ
1 + λ2x

ρ
2)1/ρ, onde

λ1, λ2 ≥ 0, λ1 + λ2 = 1, e ρ é uma constante.

Para melhor entender o modelo anteriormente descrito, considere uma situação

em que o consumidor, o qual é proprietário de uma panificadora, compra quatro tipos

de queijos, q1, q2, q3 e q4, os quais são utilizados para fabricação de pães, biscoitos

e outros produtos de sua panificadora. Seja, x1 a quantidade, em quilogramas (kg),

comprada do queijo q1, x2 a quantidade, em quilogramas (kg), comprada do queijo

q2, e assim por diante. Assim, o vetor consumo é x = (x1, x2, x3, x4). O consumidor

utiliza-se de alguns critérios para efetuar a compra dos queijos. Vamos considerar

os seguintes critérios(preferências):
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1. Preferência 1: Preço

2. Preferência 2: Qualidade do queijo

3. Preferência 3: Sabor

4. Preferência 4: Teor de sódio

5. Preferência 5: Teor de gordura e colesterol

Cada preferência define uma função utilidade µ, assim teremos as funções utilidades

µ1, µ2, µ3, µ4 e µ5, as quais representam numericamente o julgamento do consumi-

dor. Portanto o problema de maximizar a preferência do consumidor em X ⊂ R4
+

é equivalente a resolver o problema de otimização multiobjetivo :

(POM) max{(µ1(x), µ2(x), µ3(x), µ4(x), µ5(x)) ∈ R5 : x ∈ X}

Tomando F = (−µ1,−µ2,−µ3,−µ4,−µ5), obtemos um problema de minimização

multiobjetivo quase-convexa , pois cada função componente é quase-convexa, no or-

tante não negativo.

Exemplo 1.2.2 (Teoria da localização) Problemas de localização estão relacionados

com a determinação da localização para uma ou várias instalações, considerando um

determinado conjunto de pontos de demanda, com os quais as interações devem ser

estabelecidas. Estes termos não fazem parte de uma terminologia padrão, as vezes

são substitúıdos por: clientes, instalações existentes, usuários ou comércios.

Considere o problema de localização de uma instalação, e para cada i = 1, ...,m,

considere o conjunto Di de p pontos de demanda distintos, dados por Di =

{di1, di2, ..., dip} ⊂ Rn, n ≥ 2. Necessitamos encontrar um local ideal(ótimo) x ∈ Rn

para uma instalação de tal modo que este local minimize alguma função real en-

volvendo a distância entre este novo local e cada um dos conjuntos de pontos de

demanda. Para cada i = 1, ...,m, se Ci
j, j = 1, ..., p são conjuntos compactos con-

vexos com 0 ∈ int(Ci
j), onde int(Ci

j), denota o interior de Ci
j, então, para cada

i = 1, ...,m, definimos a distância entre x e dij por γCi
j
(x− dij), com γCi

j
o indicador

ou funcional de Minkowsky do conjunto Ci
j, isto é, γCi

j
(x) = inf{t > 0 : x ∈ tCi

j}.
Observe que se Ci

j é a bola unitária em Rn, então γCi
j
(x) é a distância Euclidiana

de x até 0.

Para introduzir o modelo, considere, para cada i = 1, ...,m, a função

γi : Rn −→ Rp
+, dada por γi(x) = (γCi

j
(x − di1), ..., γCi

p
(x − dip)). Suponha que as

funções fj : Rp
+ −→ R+, com j = 1, ..., p são não-decrescentes em Rp

+, isto é, se

x, y ∈ Rp
+, satisfazendo para cada j = 1, ..., p, xj ≤ yj, então fj(x) ≤ fj(y).

O modelo de localização é dado por
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min{(φ1(x), φ2(x), ..., φm(x)) : x ∈ Rn},

onde, para cada i = 1, ...,m, φi(x) = max1≤j≤pfj(γi(x)) .

Se as funções fj : Rp
+ −→ R+ são quase-convexas em Rp

+, e pelo fato da função

γi(x) ser uma função vetorial convexa (conferir Hiriart-Urruty e Lemaréchal ([21],

Teorema 1.2.5, Definição 1.1.1), então para i = 1, ...,m, cada função φi(.) é quase-

convexa em Rn.
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Caṕıtulo 2

Método proximal com

subdiferencial de Clarke

Estamos interessados em resolver o problema de otimização multiobjetivo (POM)

irrestrito:

min{F (x) : x ∈ Rn} (2.1)

onde F : Rn → Rm satisfaz as seguintes hipóteses:

(H1) F é uma aplicação localmente Lipschitz em Rn;

(H2) F é Rm
+ -quase-convexa.

2.0.1 O algoritmo

Nesta seção propomos um método de ponto proximal escalar com regularização

quadrática utilizando o subdiferencial de Clarke, denotado por MEPPC, para

resolver o problema (2.1). Este método gera uma sequência pela seguinte recursão:

Algoritmo MEPPC

Inicialização: Escolha um ponto inicial arbitrário

x0 ∈ Rn (2.2)

Passo principal: Dado xk, encontrar xk+1 tal que

0 ∈ ∂o
(
〈F (.), zk〉+

αk
2
〈ek, zk〉 ‖ . − xk‖2

)
(xk+1) +NΩk

(xk+1) (2.3)

onde ∂o é o subdiferencial de Clarke, Ωk =
{
x ∈ Rn : F (x) � F (xk)

}
, αk > 0,

{ek} ⊂ Rm
++, ‖ek‖ = 1, {zk} ⊂ Rm

+\ {0} e ‖zk‖ = 1.
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Critério de parada: Se xk+1 = xk ou xk+1 é um ponto Pareto-Clarke cŕıtico,

então pare. Caso contrário, faça k ← k + 1 e retorne ao Passo principal.

Observação 2.0.1 Se F é Rm
+−convexa, então o passo principal (2.3) é equivalente

a:

xk+1 = argmin
{
〈F (x), zk〉+

αk
2
〈ek, zk〉

∥∥x− xk∥∥2
: x ∈ Ωk

}
(2.4)

Esta iteração foi estudada por Bonnel et al. [8]. Assim, podemos dizer que, em um

certo sentido, nossa iteração é uma extensão para o caso não convexo do trabalho

citado em [8] . Por outro lado, quando F é Rm
+−quase-convexa, a função regulari-

zada Fk(x) = 〈F (x), zk〉+ αk

2
〈ek, zk〉

∥∥x− xk∥∥2
não necessariamente é quase-convexa

e, dessa forma, (2.4) é um problema de otimização global, isto é, um problema de

buscar a melhor solução, dentro do conjunto das soluções viáveis, e isto no sentido

computacional não é tão eficiente. Esta é a razão pela qual consideramos a iteração

mais fraca (2.3).

Ressaltamos que o conjunto Ωk =
{
x ∈ Rn : F (x) � F (xk)

}
, para cada k ∈ N

é um conjunto fechado, pelo fato da F satisfazer a hipótese (H1), e é um conjunto

convexo, pelo fato da F satisfazer a hipótese (H2).

2.0.2 Existência das iteradas

Nesta seção, garantimos que a sequência gerada pelo algoritmo MEPPC está bem

definida.

Teorema 2.0.1 Seja F : Rn −→ Rm uma aplicação satisfazendo (H1), (H2) e

0 ≺ F . Então a sequência
{
xk
}

, gerada pelo algoritmo MEPPC, dado por (2.2) e

(2.3), está bem definida.

Prova: Seja x0 ∈ Rn um ponto arbitrário dado no passo da inicialização. Dado

xk, defina ϕk(x) = 〈F (x), zk〉 + αk

2
〈ek, zk〉

∥∥x− xk∥∥2
+ δΩk

(x), onde δΩk
(.) é a

função indicadora de Ωk. Então temos que min{ϕk(x) : x ∈ Rn} é equivalente

a min{〈F (x), zk〉 + αk

2
〈ek, zk〉

∥∥x− xk∥∥2
: x ∈ Ωk}. Desde que 0 ≺ F, para cada

z ∈ Rm
+\ {0}, a função 〈F (.), z〉 é limitada inferiormente. Então, pela limitação infe-

rior e continuidade da função 〈F (.), z〉, e também, pela continuidade e coercividade

da função norma, da Proposição 1.1.1, existe xk+1 ∈ Ωk, não necessariamente único

devido a não convexidade da F , o qual é um mı́nimo global de ϕk(.). Assim, a

Proposição 1.1.6, Observação 1.1.2, garante que xk+1 satisfaz

0 ∈ ∂̂
(
〈F (.), zk〉+

αk
2
〈ek, zk〉 ‖ . − xk‖2 + δΩk

(.)
)

(xk+1).

24



Da Proposição 1.1.4 e Proposição 1.1.8 temos que

0 ∈ ∂
(
〈F (.), zk〉+

αk
2
〈ek, zk〉 ‖ . − xk‖2

)
(xk+1) +NΩk

(xk+1), (2.5)

e pela Observação 1.1.4, a iteração (2.3) é obtida de (2.5).

Observação 2.0.2 (Huang e Yang [22]) Sem perda de generalidade, podemos

sempre assumir que a aplicação F : Rn −→ Rm satisfaz 0 ≺ F. De fato, considere o

seguinte problema de otimização multiobjetivo

(P
′
) min

{
(eF (x) : x ∈ Rn

}
.

Agora observe que se x̄ ∈ Rn é um ponto Pareto-Clarke cŕıtico para o problema

(2.1), então para todas as direções d ∈ Rn, existe i0 = i0(d) ∈ {1, ...,m} tal que

F o
io(x̄, d) ≥ 0, isto é:

F o
i0

(x̄, d) = lim sup
t↓0 y→x̄

Fi0(y + td)− Fi0(y)

t
≥ 0

Segue que para ε > 0 arbitrário, Fi0(y) ≤ Fi0(y + td), ∀ y ∈ B(x̄, ε) e t ∈ (0, ε].

Pelo fato da função eFi0
(.) ser crescente, temos que

[eFi0
(.)]o(x̄, d) = lim sup

t↓0 y→x̄

eFi0
(y+td) − eFi0

(y)

t
≥ 0

Portanto, os problemas (2.1) e (P
′
) possuem o mesmo conjunto de pontos Pareto-

Clarke cŕıticos. Além disso, se F é Rm
+ - quase-convexa e localmente Lipschitz

em Rn, então eF (x) também é Rm
+ - quase-convexa e localmente Lipschitz em Rn.

Portanto, ao longo deste caṕıtulo, a partir de agora, assumiremos que 0 ≺ F .

Observação 2.0.3 Estamos interessados na convergência assintótica do método.

Assim assumiremos ao longo deste caṕıtulo que em cada iteração, xk não é um

ponto Pareto-Clarke cŕıtico e xk+1 6= xk. Isto implica, da Observação 1.1.5, que o

interior de Ωk+1, denotado por Ω0
k+1, não é vazio.

Quando a condição, xk+1 6= xk, não é satisfeita, isto é, se existe k0 tal que

xk0+1 = xk0 então provamos que este ponto é Pareto Clarke cŕıtico da F (conferir

Proposição (2.0.5)).

2.0.3 Convergência Fraca

Nesta subseção provamos, sob a suposição de que as iterações consecutivas converge

para zero, que qualquer ponto de acumulação é um ponto Pareto-Clarke cŕıtico do

problema (2.1).
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Proposição 2.0.1 Seja F : Rn −→ Rm uma aplicação satisfazendo (H1) e (H2).

Se 0 < αk < α̃, com α̃ > 0, e a sequência {xk} gerada pelo algoritmo MEPPC,

(2.2) e (2.3), satisfaz

lim
k→+∞

||xk+1 − xk|| = 0, (2.6)

e tem um ponto de acumulação, então este ponto é Pareto-Clarke cŕıtico do problema

(2.1).

Prova: Por hipótese, existe uma subsequência convergente
{
xkj
}

de
{
xk
}

cujo

limite é algum x̂ ∈ Rn. Desde que F é localmente Lipschitz em Rn, então a função

〈F (.), z〉 é também localmente Lipschitz em Rn e portanto, cont́ınua para todo

z ∈ Rm, em particular, para todo z ∈ Rm
+\ {0} , e lim

j→+∞

〈
F (xkj), z

〉
= 〈F (x̂), z〉.

Por outro lado, como xk+1 ∈ Ωk, temos que F (xk+1) � F (xk) e visto que z ∈
Rm

+\ {0}, conclúımos que a sequência
{〈
F (xk), z

〉}
é convergente para 〈F (x̂), z〉,

pois é uma sequência não-crescente que admite uma subsequência convergente para

〈F (x̂), z〉. Assim lim
k→+∞

〈
F (xk), z

〉
= 〈F (x̂), z〉 = infk∈N

{〈
F (xk), z

〉}
≤
〈
F (xk), z

〉
.

Portanto
〈
F (xk)− F (x̂), z

〉
≥ 0,∀ k ∈ N,∀ z ∈ Rm

+\ {0}. Conclúımos que F (xk)−
F (x̂) ∈ Rm

+ , isto é, F (x̂) � F (xk),∀ k ∈ N. Isto implica que x̂ ∈ Ωk.

Supondo, para chegarmos a uma contradição, que x̂ não é ponto Pareto-Clarke

cŕıtico em Rn, então existe uma direção d ∈ Rn tal que

F o
i (x̂, d) < 0,∀ i ∈ {1, ...,m} (2.7)

Logo d é uma direção de descida para a função multiobjetivo F em x̂, assim, ∃ ε > 0

tal que

F (x̂+ λd) ≺ F (x̂), ∀ λ ∈ (0, ε].

Portanto x̂+ λd ∈ Ωk.

Por outro lado, como
{
xk
}

é gerada pelo algoritmo MEPPC, temos, do Teorema

2.0.1, de (2.3), do Lema 1.1.5 e do Lema 1.1.4, que existe βk(x
k − xk+1) − vk ∈

∂o (〈F (.), zk〉) (xk+1), com vk ∈ NΩk
(xk+1) e βk = αk 〈ek, zk〉 > 0, tal que

βk〈xk − xk+1, p〉 − 〈vk, p〉 ≤ 〈F (.), zk〉o(xk+1, p),∀p ∈ Rn. (2.8)

Considere p = (x̂+ λd)− xk+1 e, como vk ∈ NΩk
(xk+1), de (2.8) temos

βk〈xk − xk+1, x̂+ λd− xk+1〉 ≤ 〈F (.), zk〉o(xk+1, x̂+ λd− xk+1) (2.9)

Agora considere um sequência {zk} ⊂ Rm
+\ {0} com ‖zk‖ = 1. Como {zk} é limitada,

então existe uma subsequência,
{
zkj
}

tal que lim
j→+∞

zkj = z̄, com z̄ ∈ Rm
+\ {0}. De
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(2.9), temos:

βkj〈xkj − xkj+1, x̂+ λd− xkj+1〉 ≤ 〈F (.), zkj〉o(xkj+1, x̂+ λd− xkj+1)

Do Lema 1.1.3, (i) e (ii), temos:

βkj〈xkj − xkj+1, x̂+ λd− xkj+1〉 ≤
m∑
i=1

zikjF
o
i (xkj+1, x̂+ λd− xkj+1),

onde zikj são as componentes do vetor zkj . Então utilizando o Lema 1.1.3, (iii),

obtemos:

βkj〈xkj − xkj+1, x̂+ λd− xkj+1〉 ≤
m∑
i=1

F o
i

(
xkj+1, zikj(x̂+ λd− xkj+1)

)
,

Tomando o limite superior na desigualdade acima, utilizando a condição (2.6), a

Proposição 1.1.10 e como λ > 0, conclúımos que

0 ≤ F o
1 (x̂, d)z̄1 + ...+ F o

m(x̂, d)z̄m (2.10)

Sem perda de generalidade, considere o conjunto J = {i ∈ I : z̄i > 0}, onde I =

{1, ...,m}. Logo, de (2.10), existe i0 ∈ J tal que F o
i0

(x̂, d)z̄i0 ≥ 0, portanto F o
i0

(x̂, d) ≥
0, contradizendo (2.7).

2.0.4 Convergência Global

Nesta subseção consideramos a seguinte hipótese em relação à aplicação F e um

ponto inicial x0 :

(H3) O conjunto
(
F (x0)− Rm

+

)
∩ F (Rn) é Rm

+ - completo, isto significa que para

toda sequência {ak} ⊂ Rn, com a0 = x0, tal que F (ak+1) � F (ak), existe

a ∈ Rn tal que F (a) � F (ak), ∀ k ∈ N.

Observação 2.0.4 A hipótese (H3) é citada em vários trabalhos que envolvem o

método ponto proximal para funções convexas, ver Bonnel et al. [8], Ceng e Yao

[11] e, Villacorta e Oliveira [44].

Como a sequência
{
xk
}

gerada pelo algoritmo MEPPC satisfaz a hipótese (H3),

e das hipóteses (H1) e (H2), então o conjunto

E =
{
x ∈ Rn : F (x) � F

(
xk
)
∀ k ∈ N

}
é não vazio, fechado e convexo.

27



Proposição 2.0.2 (Fejér convergência)

Se as hipóteses (H1), (H2) e (H3) são satisfeitas, então a sequência
{
xk
}

gerada

pelo algoritmo MEPPC, (2.2) e (2.3), é Fejér convergente ao conjunto E.

Prova: Do Teorema 2.0.1, de (2.3), do Lema 1.1.5 e do Lema 1.1.4, obtemos que

existe gki ∈ ∂oFi(xk+1), i = 1, ...,m tal que

0 ∈
m∑
i=1

zikg
k
i + αk 〈ek, zk〉 (xk+1 − xk) +NΩk

(xk+1)

onde zik são as componentes de zk. Portanto existem vetores gki ∈ ∂oFi(x
k+1), i =

1, ...,m, e vk ∈ NΩk
(xk+1) tais que

m∑
i=1

zikg
k
i = βk(x

k − xk+1)− vk (2.11)

onde βk = αk 〈ek, zk〉, ∀ k ∈ N. Note que βk > 0, pois αk > 0, ek pertence a Rm
++, e

zk pertence a Rm
+\ {0}. De (2.11), temos

xk − xk+1 =
1

βk

(
m∑
i=1

zikg
k
i + vk

)
(2.12)

Agora tome x∗ ∈ E, então pela definição do conjunto E, x∗ ∈ Ωk+1 para todo k, e

da Observação 2.0.3, existe {xl} ∈ Ω0
k+1 tal que xl → x∗. Observe que, ∀ x ∈ Rn:

∥∥xk − x∥∥2
=
∥∥xk − xk+1

∥∥2
+
∥∥xk+1 − x

∥∥2
+ 2

〈
xk − xk+1, xk+1 − x

〉
. (2.13)

Agora, combinando (2.13), com x = xl, e (2.12), temos:

∥∥xk − xl∥∥2 =
∥∥xk − xk+1

∥∥2 +
∥∥xk+1 − xl

∥∥2 +
2

βk

(
m∑
i=1

zik
〈
gki , x

k+1 − xl
〉

+
〈
vk , x

k+1 − xl
〉)

(2.14)

Como F (xl) ≺ F (xk+1), então Fi(x
l) < Fi(x

k+1), Além disso, gki ∈ ∂oFi(xk+1) e Fi

é quase-convexa, utilizando a Proposição 1.1.11, temos que

〈
gki , x

k+1 − xl
〉
≥ 0,∀i = 1, ...,m. (2.15)

Agora, como vk ∈ NΩk
(xk+1), (2.14) e a desigualdade (2.15), implicam, tomando

l→∞

0 ≤
∥∥xk+1 − xk

∥∥2 ≤
∥∥xk − x∗∥∥2 −

∥∥xk+1 − x∗
∥∥2
,∀ k ∈ N. (2.16)
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Portanto ∥∥xk+1 − x∗
∥∥ ≤ ∥∥xk − x∗∥∥ (2.17)

Proposição 2.0.3 Se as hipóteses (H1), (H2) e (H3), são satisfeitas, então a

sequência
{
xk
}

gerada pelo algoritmo MEPPC, (2.2) e (2.3), satisfaz

lim
k→+∞

∥∥xk+1 − xk
∥∥ = 0.

Prova: Segue de (2.17) que ∀x∗ ∈ E,
{∥∥xk − x∗∥∥} é uma sequência não crescente

de termos não negativos, portanto convergente. Assim, o lado direito de (2.16)

converge a 0 quando k → +∞, e o resultado é obtido.

Proposição 2.0.4 Se as hipóteses (H1), (H2) e (H3) são satisfeitas, então a

sequência
{
xk
}

gerada pelo algoritmo MEPPC converge para algum ponto do con-

junto E.

Prova: Da Proposição 2.0.2 e do Lema 1.1.6, (i),
{
xk
}

é limitada, então existe uma

subsequência
{
xkj
}

tal que lim
j→+∞

xkj = x̂. Desde que F é localmente Lipschitz em

Rn, então a função 〈F (.), z〉 é também localmente Lipschitz em Rn portanto cont́ınua

para todo z ∈ Rm, em particular, para todo z ∈ Rm
+\ {0} , e lim

j→+∞

〈
F (xkj), z

〉
=

〈F (x̂), z〉. Por outro lado, como xk+1 ∈ Ωk, temos que F (xk+1) � F (xk). Visto que

z ∈ Rm
+\ {0}, conclúımos que

〈
F (xk+1), z

〉
≤
〈
F (xk), z

〉
. Além disso, da Observação

2.0.2, podemos assumir que a função 〈F (.), z〉 é limitada inferiormente para cada z ∈
Rm

+\ {0}. Então a sequência
{〈
F (xk), z

〉}
é não crescente e limitada inferiormente,

portanto convergente. Assim, lim
k→+∞

〈
F (xk), z

〉
= 〈F (x̂), z〉 = infk∈N

{〈
F (xk), z

〉}
≤〈

F (xk), z
〉
. Logo

〈
F (xk)− F (x̂), z

〉
≥ 0,∀ k ∈ N,∀ z ∈ Rm

+\ {0}. Conclúımos que

F (xk) − F (x̂) ∈ Rm
+ , isto é, F (x̂) � F (xk), ∀ k ∈ N. Portanto x̂ ∈ E, então pelo

Lema 1.1.6, (ii), obtemos o resultado.

Finalmente provaremos que a sequência das iterações converge para um ponto

Pareto-Clarke cŕıtico, quando a sequência dos parâmetros de regularização {αk}
é limitada.

Teorema 2.0.2 Considere F : Rn −→ Rm uma aplicação satisfazendo as hipóteses

(H1), (H2) e (H3). Se 0 < αk < α̃, então a sequência {xk} gerada pelo algoritmo

MEPPC, (2.2) e (2.3), converge para um ponto Pareto-Clarke cŕıtico do problema

(2.1).
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Prova:

Do Teorema 2.0.1, de (2.3), do Lema 1.1.5 e do Lema 1.1.4, implica que existem

βk(x
k−xk+1)−vk ∈ ∂o (〈F (.), zk〉) (xk+1), com vk ∈ NΩk

(xk+1) e βk = αk 〈ek, zk〉 > 0,

tais que

βk〈xk − xk+1, p〉 − 〈vk, p〉 ≤ 〈F (.), zk〉o(xk+1, p),∀p ∈ Rn (2.18)

Seja x∗ ∈ E fixo, e considere p = x∗−xk+1. Como vk ∈ NΩk
(xk+1), de (2.18), temos

βk〈xk − xk+1, x∗ − xk+1〉 ≤ 〈F (.), zk〉o(xk+1, x∗ − xk+1) (2.19)

Seja lim
k→+∞

xk = x̄ e considere uma sequência {zk} ⊂ Rm
+\ {0} com ‖zk‖ = 1. Como

{zk} é limitada, então existe uma subsequência,
{
zkj
}

tal que lim
j→+∞

zkj = z̄, com

z̄ ∈ Rm
+\ {0}. De (2.19), temos que:

βkj〈xkj − xkj+1, x∗ − xkj+1〉 ≤ 〈F (.), zkj〉o(xkj+1, x∗ − xkj+1)

Pelo Lema 1.1.3, (i) e (ii), temos:

βkj〈xkj − xkj+1, x∗ − xkj+1〉 ≤
m∑
i=1

zikjF
o
i (xkj+1, x∗ − xkj+1),

onde zikj são as componentes do vetor zkj . Então utilizando o Lema 1.1.3, (iii),

obtemos:

βkj〈xkj − xkj+1, x∗ − xkj+1〉 ≤
m∑
i=1

F o
i

(
xkj+1, zikj(x

∗ − xkj+1)
)
,

Tomando o limite superior na desigualdade acima, pela Proposição 2.0.3 e pela

Proposição 1.1.10, obtemos que

0 ≤ F o
1 (x̄, x∗ − x̄)z̄1 + ...+ F o

m(x̄, x∗ − x̄)z̄m,∀x∗ ∈ E (2.20)

Sem perda de generalidade, considere o conjunto J = {i ∈ I : z̄i > 0}, onde I =

{1, ...,m}. Portanto, de (2.20), existe i0 ∈ J tal que F o
i0

(x̄, x∗ − x̄)z̄i0 ≥ 0. Portanto

F o
i0

(x̄, x∗ − x̄) ≥ 0, ∀ x∗ ∈ E. (2.21)

Agora provaremos que x̄ é ponto Pareto-Clarke cŕıtico em Rn.

Suponha por contradição que x̄ não é ponto Pareto-Clarke cŕıtico em Rn, então

existe um direção d ∈ Rn tal que

F o
i (x̄, d) < 0,∀ i ∈ {1, ...,m} (2.22)
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Assim, da Observação 1.1.5, d é uma direção de descida para a função multiobjetivo

F em x̄, logo, ∃ ε > 0 tal que

F (x̄+ λd) ≺ F (x̄), ∀ λ ∈ (0, ε]. (2.23)

Como x̄ ∈ E, então de (2.23) conclúımos que x̄+λd ∈ E. Portanto, de (2.21), com

x∗ = x̄+λd, e do Lema 1.1.3, (iii), temos que: F o
i0

(x̄ , x̄+ λd− x̄) = F o
i0

(x̄ , λd) =

λF o
i0

(x̄ , d) ≥ 0. Visto que λ > 0 , conclúımos que F o
i0

(x̄ , d) ≥ 0, o que implica em

um contradição com (2.22). Portanto, x̄ é ponto Pareto-Clarke cŕıtico do problema

(2.1).

Teorema 2.0.3 Se F : Rn −→ Rm é Rm
+ -convexa e x̄ o ponto de convergência da

sequência gerada pelo algoritmo MEPPC, dado por (2.2) e (2.3), então x̄ é solução

Pareto fraca do problema (2.1).

Prova: A demonstração é imediata da Proposição 1.1.13.

Proposição 2.0.5 (Critério de parada do MEPPC) Seja
{
xk
}

uma sequência

gerada pelo algoritmo MEPPC. Se, para algum inteiro k0 , xk0+1 = xk0, então xk0

é ponto Pareto-Clarke cŕıtico do Problema (2.1).

Prova: Suponha que o critério de parada é verificado na k0-ésima iteração. Visto

que xk0+1 satisfaz (2.3) e xk0+1 = xk0 , existe −vk0 ∈ ∂o (〈F (.), zk0〉) (xk0) com〈
vk0 , x− xk0

〉
≤ 0,∀x ∈ Ωk0 tal que

−〈vk0 , dk0〉 ≤ 〈F (.), zk0〉o(xk0 , dk0),∀dk0 ∈ Rn

Seja x∗ ∈ E fixo, e considere dk0 = x∗ − xk0 . Portanto, da última desigualdade,

obtemos

〈F (.), zk0〉o(xk0 , x∗ − xk0) ≥ 0. (2.24)

Suponha por contradição que xk0 não é ponto Pareto-Clarke cŕıtico, então existe

uma direção d ∈ Rn tal que

F o
i (xk0 , d) < 0, ∀ i ∈ {1, ...,m} . (2.25)

Segue que existe ε > 0 tal que

F (xk0 + λd) ≺ F (xk0), ∀ λ ∈ (0, ε]. (2.26)

De (2.26), xk0 + λd ∈ E e substituindo em (2.24), obtemos 〈F (.), zk0〉o(xk0 , λd) ≥ 0.

Visto que λ > 0, obtemos que 〈F (.), zk0〉o(xk0 , d) ≥ 0. De forma análoga pro-

vada na Proposição 2.0.1 e no Teorema 2.0.2, conclúımos que existe i0 ∈ J =
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{
i ∈ I : zik0 > 0

}
, onde I = {1, ...,m}, tal que F o

i0
(xk0 , d) ≥ 0, contradizendo (2.25).
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Caṕıtulo 3

Método proximal com

subdiferencial de Fréchet

Estamos interessados em resolver o problema de otimização multiobjetivo (POM)

irrestrito:

min{F (x) : x ∈ Rn} (3.1)

onde F : Rn → Rm satisfaz a seguinte hipótese:

(C1) F é uma aplicação semicont́ınua inferior(sc.i) em Rn.

3.1 Algoritmo exato

Nesta seção propomos um método de ponto proximal escalar com regularização

quadrática utilizando o subdiferencial de Fréchet, denotado por MEPPF, para

resolver o problema (3.1). Este método gera uma sequência pela seguinte recursão:

Algoritmo MEPPF

Inicialização: Escolha um ponto inicial arbitrário

x0 ∈ Rn (3.2)

Passo principal: Dado xk encontrar xk+1 tal que

0 ∈ ∂̂
(
〈F (.), zk〉+

αk
2
〈ek, zk〉 ‖ . − xk‖2 + δΩk

(.)
)

(xk+1) (3.3)

onde ∂̂ é o subdiferencial de Fréchet, Ωk =
{
x ∈ Rn : F (x) � F (xk)

}
, αk > 0,

{ek} ⊂ Rm
++, ‖ek‖ = 1, {zk} ⊂ Rm

+\ {0} e ‖zk‖ = 1.
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Critério de parada: Se xk+1 = xk ou xk+1 é um ponto Pareto cŕıtico, então pare.

Caso contrário, faça k ← k + 1 e retorne ao Passo principal.

Podemos supor, sem perda de generalidade, que a aplicação F é limitada inferi-

ormente. Segue a observação.

Observação 3.1.1 De forma análoga considerada na Observação 2.0.2, sem perda

de generalidade, podemos sempre assumir que a aplicação F : Rn −→ Rm satisfaz

0 ≺ F. Caso contrário, considere o seguinte problema de otimização multiobjetivo

(P
′
) min

{
eF (x) : x ∈ Rn

}
.

Agora observe que se x̄ ∈ Rn é uma solução Pareto fraca para o problema (3.1),

então não existe x ∈ Rn tal que Fi(x) < Fi(x̄), para todo i ∈ {1, ...,m}. Como, para

cada i ∈ {1, ...,m}, a função exponencial eFi(x) é monótona crescente, então podemos

concluir que não existe x ∈ Rn tal que eFi(x) < eFi(x̄), para todo i ∈ {1, ...,m}. E

portanto, os problemas (3.1) e (P
′
) possuem o mesmo conjunto de soluções Pareto

fracas. Além disto, de forma análoga conclúıda na Observação 2.0.2, utilizando

agora o conceito de ponto Pareto cŕıtico, conclúımos que estes problemas possuem

o mesmo conjunto de pontos Pareto cŕıticos. E, se F é Rm
+ - quase-convexa e

continuamente diferenciável em Rn, então eF (x) também é Rm
+ - quase-convexa e

continuamente diferenciável em Rn,.

Portanto, ao longo deste caṕıtulo, a partir de agora, assumiremos que 0 ≺ F .

No Teorema a seguir garantimos que a sequência gerada pelo algoritmo MEPPF

está bem definida.

Teorema 3.1.1 (Existência das iteradas)

Se F : Rn −→ Rm é uma aplicação satisfazendo (C1), então a sequência
{
xk
}

,

gerada pelo algoritmo MEPPF, dado por (3.2) e (3.3), está bem definida.

Prova: Seja x0 ∈ Rn um ponto arbitrário dado no passo da inicialização. Dado

xk, defina ϕk(x) = 〈F (x), zk〉 + αk

2
〈ek, zk〉

∥∥x− xk∥∥2
+ δΩk

(x), onde δΩk
(.) é a

função indicadora de Ωk. Então temos que min{ϕk(x) : x ∈ Rn} é equivalente

a min{〈F (x), zk〉 + αk

2
〈ek, zk〉

∥∥x− xk∥∥2
: x ∈ Ωk}. Visto que ϕk é sc.i pois Ωk é

fechado, desde que 0 ≺ F, e pela coercividade da função ‖.‖2, obtemos que ϕk é

sc.i e coerciva. Logo da Proposição 1.1.1, existe xk+1 ∈ Ωk, não necessariamente

único devido à não convexidade da F , o qual é um mı́nimo global de ϕk(.), assim, a

Proposição 1.1.6, Observação 1.1.2, garante que xk+1 satisfaz

0 ∈ ∂̂
(
〈F (.), zk〉+

αk
2
〈ek, zk〉 ‖ . − xk‖2 + δΩk

(.)
)

(xk+1).
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3.1.1 Fejér convergência

Para esta subseção suponha as seguintes hipóteses:

(C2) F é uma aplicação Rm
+ - quase-convexa.

(C3) O conjunto
(
F (x0)− Rm

+

)
∩ F (Rn) é Rm

+ - completo, isto significa que para

toda sequência {ak} ⊂ Rn, com a0 = x0, tal que F (ak+1) � F (ak), existe

a ∈ Rn tal que F (a) � F (ak), ∀ k ∈ N.

Proposição 3.1.1 Seja F : Rn −→ Rm uma aplicação que satisfaz as hipóteses

(C1) e (C2). Se g ∈ ∂̂ (〈F (.), z〉+ δΩ) (x), com z ∈ Rm
+\ {0}, e F (y) � F (x), com

y ∈ Ω, sendo Ω ⊂ Rn um conjunto fechado e convexo, então 〈g, y − x〉 ≤ 0.

Prova: Seja t ∈ (0, 1], pela Rm
+ -quase-convexidade da F e pela hipótese que F (y) �

F (x), temos que: Fi(ty + (1 − t)x) ≤ max {Fi(x), Fi(y)} = Fi(x), ∀ i ∈ {1, ...m}.
Segue-se dáı que para cada z ∈ Rm

+\ {0}, temos

〈F (ty + (1− t)x), z〉 ≤ 〈F (x), z〉 (3.4)

Seja g ∈ ∂̂ (〈F (.), z〉+ δΩ) (x), obtemos

〈F (ty + (1− t)x), z〉+δΩ(ty+(1−t)x) ≥ 〈F (x), z〉+δΩ(x)+t 〈g, y − x〉+o(t ‖y − x‖)
(3.5)

De (3.4) e (3.5), conclúımos

t 〈g, y − x〉+ o(t ‖y − x‖) ≤ 0 (3.6)

Por outro lado, temos que lim
t→0

o(t‖y−x‖)
t‖y−x‖ = 0. Assim, lim

t→0

o(t‖y−x‖)
t

=

lim
t→0

o(t‖y−x‖)
t‖y−x‖ ‖y − x‖ = 0. Portanto, dividindo (3.6) por t, e considerando o limite

quando t→ 0, obtemos o resultado desejado.

Como a sequência
{
xk
}

gerada pelo algoritmo MEPPF satisfaz a hipótese (C3)

então o conjunto

E =
{
x ∈ Rn : F (x) � F

(
xk
)
∀ k ∈ N

}
é não vazio.

Proposição 3.1.2 (Fejér convergência)

Suponha que as hipóteses (C1), (C2) e (C3) sejam satisfeitas. Então a sequência{
xk
}
k∈N gerada pelo algoritmo MEPPF é Fejér convergente em E.

35



Prova:

Observe que ∀ x ∈ Rn:

∥∥xk − x∥∥2
=
∥∥xk − xk+1

∥∥2
+
∥∥xk+1 − x

∥∥2
+ 2

〈
xk − xk+1, xk+1 − x

〉
. (3.7)

Do Teorema 3.1.1, de (3.3) e da Proposição 1.1.7, (iii), existe gk ∈
∂̂ (〈F (.), zk〉+ δΩk

) (xk+1) tal que:

gk = βk(x
k − xk+1) (3.8)

onde βk = αk 〈ek, zk〉 > 0, ∀ k ∈ N. De (3.8) segue que

xk − xk+1 =
1

βk
gk (3.9)

Agora tome x∗ ∈ E fixo. Pela definição de E, x∗ ∈ Ωk para todo k ∈ N. Combinando
(3.7) com x = x∗ e (3.9), obtemos:

∥∥xk − x∗∥∥2 =
∥∥xk − xk+1

∥∥2 +
∥∥xk+1 − x∗

∥∥2 +
2

βk

〈
gk, x

k+1 − x∗
〉
≥
∥∥xk − xk+1

∥∥2 +
∥∥xk+1 − x∗

∥∥2
(3.10)

A última desigualdade segue pela Proposição 3.1.1.

De 3.10, implica, em particular, que

0 ≤
∥∥xk+1 − xk

∥∥2 ≤
∥∥xk − x∗∥∥2 −

∥∥xk+1 − x∗
∥∥2
,∀ x∗ ∈ E e ∀ k ∈ N (3.11)

Portanto ∥∥xk+1 − x∗
∥∥ ≤ ∥∥xk − x∗∥∥ (3.12)

Proposição 3.1.3 Se as hipóteses (C1), (C2) e (C3) são satisfeitas, então a

sequência
{
xk
}

gerada pelo algoritmo MEPPF, (3.2) e (3.3), satisfaz

lim
k→+∞

∥∥xk+1 − xk
∥∥ = 0.

Prova: Segue de (3.12), que ∀x∗ ∈ E,
{∥∥xk − x∗∥∥} é uma sequência não crescente

de termos não negativos, portanto convergente. Assim, o lado direito de (3.11)

converge a 0 quando k → +∞, e o resultado é obtido.
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3.1.2 Análise de convergência - caso não diferenciável

Nesta subseção analisaremos a convergência do método.

Proposição 3.1.4 (Convergência para algum ponto de E)

Se as hipóteses (C1), (C2) e (C3) são satisfeitas, então a sequência
{
xk
}

gerada

pelo algoritmo MEPPF converge para algum ponto do conjunto E.

Prova: Da Proposição 3.1.1 e do Lema 1.1.6, (i),
{
xk
}

é limitada, então existe

uma subsequência
{
xkj
}

tal que lim
j→+∞

xkj = x̂. Desde que F é semicont́ınua inferior

em Rn, então a função 〈F (.), z〉 é também semicont́ınua inferior em Rn para todo

z ∈ Rm, em particular, para todo z ∈ Rm
+\ {0}, e 〈F (x̂), z〉 ≤ lim inf

j→+∞

〈
F (xkj), z

〉
.

Por outro lado, como xk+1 ∈ Ωk, temos que F (xk+1) � F (xk), e visto que z ∈
Rm

+\ {0}, conclúımos que
〈
F (xk+1), z

〉
≤
〈
F (xk), z

〉
. Além disso, da Observação

3.1.1, podemos assumir que a função 〈F (.), z〉 é limitada inferiormente, para cada z ∈
Rm

+\ {0}. Então a sequência
{〈
F (xk), z

〉}
é não crescente e limitada inferiormente,

portanto convergente. Assim,

〈F (x̂), z〉 ≤ lim inf
j→+∞

〈
F (xkj ), z

〉
= lim

j→+∞

〈
F (xkj ), z

〉
= infk∈N

{〈
F (xk), z

〉}
≤
〈
F (xk), z

〉
.

Logo
〈
F (xk)− F (x̂), z

〉
≥ 0, ∀ k ∈ N,∀ z ∈ Rm

+\ {0}. Conclúımos que

F (xk) − F (x̂) ∈ Rm
+ , isto é, F (x̂) � F (xk),∀ k ∈ N. Portanto x̂ ∈ E, então pelo

Lema 1.1.6, (ii), obtemos o resultado.

Convergência para solução Pareto fraca

Teorema 3.1.2 Considere F : Rn −→ Rm uma aplicação cont́ınua satisfazendo as

hipóteses (C2) e (C3). Se lim
k→+∞

αk = 0 e as iterações são dadas na forma

xk+1 ∈ arg min
{
〈F (x), zk〉+

αk
2
〈ek, zk〉

∥∥x− xk∥∥2
: x ∈ Ωk

}
, (3.13)

então a sequência {xk} gerada por (3.2) e (3.13) converge para uma solução Pareto

fraca do problema (3.1).

Prova: Seja xk+1 ∈ arg min
{
〈F (x), zk〉+ αk

2
〈ek, zk〉

∥∥x− xk∥∥2
: x ∈ Ωk

}
, isto

implica que ∀ x ∈ Ωk,〈
F (xk+1), zk

〉
+
αk
2
〈ek, zk〉

∥∥∥xk+1 − xk
∥∥∥2
≤ 〈F (x), zk〉+

αk
2
〈ek, zk〉

∥∥∥x− xk∥∥∥2
. (3.14)

Visto que a sequência
{
xk
}
k∈N converge em E, então existe x∗ ∈ E tal que

lim
k→+∞

xk = x∗. Além disto considere uma sequência {zk} ⊂ Rm
+\ {0} com ‖zk‖ = 1.
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Como {zk} é limitada, então existe uma subsequência,{zkl}l∈N tal que lim
l→+∞

zkl = z̄,

com z̄ ∈ Rm
+\ {0}. Dáı, a desigualdade em (3.14), ∀ x ∈ E torna-se:

〈
F (xkl+1), zkl

〉
+
αkl
2
〈ekl , zkl〉

∥∥∥xkl+1 − xkl
∥∥∥2
≤ 〈F (x), zkl〉+

αkl
2
〈ekl , zkl〉

∥∥∥x− xkl∥∥∥2
.

(3.15)

Pela Proposição 3.1.3, lim
l→+∞

∥∥xkl+1 − xkl
∥∥ = 0, pelo fato das sequências

{
xk
}

, {ek}
e {zk} serem limitadas, e a sequência {αk} convergir a 0, utilizando a desigualdade

de Cauchy-Schwartz, conclúımos que :

|αkl

2
〈ekl , zkl〉

∥∥xkl+1 − xkl
∥∥2 | → 0 e |αkl

2
〈ekl , zkl〉

∥∥x− xkl∥∥2 | → 0 quando l→ +∞

Portanto, pela continuidade da F , tomando o limite em (3.15), obtemos que

〈F (x∗), z〉 ≤ 〈F (x), z〉 , ∀ x ∈ E (3.16)

Logo x∗ ∈ arg min {〈F (x), z〉 : x ∈ E}. Como 〈F (.), z〉, com z̄ ∈ Rm
+\ {0}, é uma

representação escalar estrita da F , portanto uma representação escalar fraca, então

pela Proposição 1.1.3 temos que x∗ ∈ arg minw {F (x) : x ∈ E}.

Provaremos a seguir que x∗ ∈ arg minw {F (x) : x ∈ Rn}. Suponha por con-

tradição que x∗ /∈ arg minw {F (x) : x ∈ Rn}, então ∃ x̃ ∈ Rn tal que

F (x̃) ≺ F (x∗) (3.17)

Logo, para z̄ ∈ Rm
+\ {0}, segue-se

〈F (x̃), z̄〉 < 〈F (x∗), z̄〉 (3.18)

Por outro lado, pela Proposição 3.1.4, temos que x∗ ∈ E, logo de (3.17) temos que

F (x̃) ≺ F (xk) ∀ k ∈ N, isto é, x̃ ∈ E. Portanto de (3.16) e (3.18) chegamos a uma

contradição.
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Finalmente faremos a análise do método no sentido generalizado.

Teorema 3.1.3 (Análise de convergência generalizada)

Considere F : Rn −→ Rm uma aplicação cont́ınua satisfazendo as hipóteses (C2),

(C3). Se 0 < αk < α̃, então a sequência {xk} gerada pelo algoritmo MEPPF, (3.2)

e (3.3), converge para um ponto x̄ tal que :

lim
j→+∞

[〈F (xkj+1), zkj〉+ δΩkj
(xkj+1)] = 〈F (x̄), z̄〉 e lim

j→+∞
gkj = 0,

onde gk ∈ ∂̂ (〈F (.), zk〉+ δΩk
) (xk+1), e z̄ ∈ Rm

+\ {0} é o ponto de convergência de

{zkj} .

Prova: Do Teorema 3.1.1, de (3.3) e da Proposição 1.1.7, (iii), existe gk ∈
∂̂ (〈F (.), zk〉+ δΩk

) (xk+1) tal que:

gk = βk(x
k − xk+1) (3.19)

onde βk = αk 〈ek, zk〉 > 0, ∀ k ∈ N. Desde que 0 < αk < α̃, então

|βk| ≤ α̃‖ek‖‖zk‖ = α̃. (3.20)

Da Proposição 3.1.3, lim
k→+∞

∥∥xk+1 − xk
∥∥ = 0, e de 3.20, temos:

0 ≤ ‖gk‖ = |βk|
∥∥xk+1 − xk

∥∥ ≤ α̃
∥∥xk+1 − xk

∥∥
E portanto, lim

k→+∞
gk = 0.

Temos que :

• Existe x̄ ∈ E tal que lim
k→+∞

xk = x̄.

• F é uma aplicação cont́ınua, então, para cada i = 1, ...,m, lim
k→+∞

Fi(x
k) =

Fi(x̄).

• {zk} é limitada, logo existe z̄ ∈ Rm
+\ {0} tal que lim

j→+∞
zkj = z̄.

Assim existem sequências {xkj}, {〈F (xkj), zkj〉)} e {gkj}, com gkj ∈
∂̂
(〈
F (.), zkj

〉
+ δΩkj

)
(xkj+1) tais que:

• lim
j→+∞

xkj+1 = x̄.

• lim
j→+∞

[〈F (xkj+1), zkj〉+ δΩkj
(xkj+1)] = lim

j→+∞
〈F (xkj+1), zkj〉 = 〈F (x̄), z̄〉.

• lim
j→+∞

gkj = 0.
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3.1.3 Análise de convergência- caso continuamente dife-

renciável

Observe que se a função F é continuamente diferenciável, então os algoritmos

(MEPPC) e (MEPPF) são os mesmos e por isso, usando os resultados do caṕıtulo

anterior, imediatamente obtemos a convergência da sequência dada pelo algoritmo

MEPPF para um ponto Pareto Cŕıtico. Embora esta observação, por questões

didáticas e de completude, obteremos a seguir este resultado a partir do algoritmo

(MEPPF).

A partir de agora assume-se a seguinte hipótese:

(C4) F é uma aplicação continuamente diferenciável em Rn.

Neste caso, com esta hipótese, os resultados desta subseção, são um caso

particular do que foi feito no Caṕıtulo 2.

Desta forma, mostramos que a sequência gerada pelo algoritmo MEPPF converge

para pontos Pareto cŕıticos, sob a hipótese de que a sequência dos parâmetros de

regularização é limitada.

O próximo resultado caracteriza em E uma função vetorial quase-convexa e

diferenciável.

Proposição 3.1.5 Seja F : Rn −→ Rm uma aplicação diferenciável, que satisfaz

as hipóteses (C2), (C3), e x ∈ E. Então
〈
∇Fi(xk), x− xk

〉
≤ 0, ∀ k ∈ N e

∀ i ∈ {1, ...,m}.

Prova: Como F é Rm
+ -quase-convexa, então cada função componente, Fi, i =

1, ...,m, é quase-convexa. Então o resultado segue pela caracterização de funções

escalares diferenciáveis quase-convexas (conferir Mangasarian [28],p.134).

Convergência para ponto Pareto Cŕıtico

Teorema 3.1.4 Considere F : Rn −→ Rm uma aplicação satisfazendo as hipóteses

(C2), (C3) e (C4). Se 0 < αk < α̃, então a sequência {xk} gerada pelo algoritmo

MEPPF, (3.2) e (3.3) converge para um ponto Pareto cŕıtico do problema (3.1).

Prova: Considere
{
xk
}

uma sequência gerada pelo algoritmo MEPPF. Visto

que esta sequência é Fejér convergente em E, com uma subsequência convergente

para algum ponto de E, então existe x̂ ∈ E tal que lim
k→+∞

xk = x̂. Do Teorema 3.1.1

e de (3.3), temos que

0 ∈ ∂̂
(
〈F (.), zk〉+

αk
2
〈ek, zk〉 ‖ . − xk‖2 + δΩk

(.)
)

(xk+1)
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A função
(
〈F (.), zk〉+

αk
2
〈ek, zk〉 ‖ . − xk‖2

)
é continuamente diferenciável em Rn,

logo, em uma vizinhança de xk+1. Além disto, visto que xk+1 ∈ Ωk e Ωk é fechado,

então δΩk
(xk+1) = 0, e portanto finita. Assim, pela Proposição 1.1.7, item (iii),

temos que, em uma vizinhança de xk+1

0 ∈ ∇ (〈F (.), zk〉) (xk+1) + αk 〈ek, zk〉
(
xk+1 − xk

)
+NΩk

(xk+1)

onde NΩk
(xk+1) é o cone normal no ponto xk+1 em relação ao conjunto Ωk.

Assim, existe νk ∈ NΩk
(xk+1) tal que:

0 =
m∑
i=1

∇Fi(xk+1)(zk)i + αk 〈ek, zk〉
(
xk+1 − xk

)
+ νk (3.21)

Visto que νk ∈ NΩk
(xk+1) então

〈
νk , x− xk+1

〉
≤ 0, ∀ x ∈ Ωk (3.22)

Tome x̄ ∈ E. Por definição E ⊂ Ωk,∀ k ∈ N, logo x̄ ∈ Ωk ,∀ k ∈ N. Combinando

(3.22) com x = x̄ e (3.21), temos que:〈
m∑
i=1

∇Fi(xk+1)(zk)i, x̄− xk+1

〉
+ αk 〈ek, zk〉

〈
xk+1 − xk, x̄− xk+1

〉
≥ 0 (3.23)

Além disto, considere uma sequência {zk} ⊂ Rm
+\ {0} com ‖zk‖ = 1. Visto que a

sequência {zk} é limitada, então existe uma subquência
{
zkj
}
j∈N, tal que lim

j→+∞
zkj =

z̄, com z̄ ∈ Rm
+\ {0}. Assim, a desigualdade em (3.23) torna-se〈

m∑
i=1

∇Fi(xkj+1)(zkj )i, x̄− x
kj+1

〉
+ αkj

〈
ekj , zkj

〉 〈
xkj+1 − xkj , x̄− xkj+1

〉
≥ 0 (3.24)

Pela Proposição 3.1.3, lim
k→+∞

∥∥xk+1 − xk
∥∥ = 0. As sequências

{
xk
}

e {ek} são limi-

tadas. E também a sequência {αk} é limitada. Utilizando a desigualdade de Cauchy

Schwartz, obtemos:
∣∣αkj 〈ekj , zkj〉 〈xkj+1 − xkj , x̄− xkj+1

〉∣∣ → 0 quando j → +∞,

e por F ser continuamente diferenciável, a desigualdade em (3.24), para qualquer

x̄ ∈ E, torna-se:〈
m∑
i=1

∇Fi(x̂)z̄i , x̄− x̂

〉
≥ 0⇒

m∑
i=1

z̄i 〈∇Fi(x̂) , x̄− x̂〉 ≥ 0 (3.25)

Pela quase-convexidade de cada função componente, Fi, para todo i ∈ {1, ...,m},
temos que 〈∇Fi(x̂) , x̄− x̂〉 ≤ 0. E pelo fato de z̄ ∈ Rm

+\ {0}, de (3.25), temos que

m∑
i=1

z̄i 〈∇Fi(x̂) , x̄− x̂〉 = 0 (3.26)
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Sem perda de generalidade, considere o conjunto J = {i ∈ I : z̄i > 0}, onde I =

{1, ...,m}. Portanto, de (3.26), para todo x̄ ∈ E temos

〈∇Fi(x̂) , x̄− x̂〉 = 0, ∀ i ∈ J. (3.27)

Mostraremos agora que x̂ é ponto Pareto cŕıtico em Rn.

Suponha por contradição que x̂ não é um ponto Pareto cŕıtico em Rn, então existe

uma direção v ∈ Rn tal que : JF (x̂)v ∈ −Rm
++, isto é,

〈∇Fi(x̂), v〉 < 0,∀ i ∈ {1, ...,m} . (3.28)

Logo v é uma direção de descida para a função multiobjetivo F em x̂, e portanto,

∃ ε > 0 tal que

F (x̂+ λv) ≺ F (x̂), ∀ λ ∈ (0, ε]. (3.29)

Como x̂ ∈ E, então por (3.29) conclúımos que x̂+ λv ∈ E. Assim, de (3.27) com

x̄ = x̂+ λv, obtemos: 〈∇Fi(x̂) , x̂+ λv − x̂〉 = 〈∇Fi(x̂) , λv〉 = λ 〈∇Fi(x̂) , v〉 = 0.

Como λ > 0 , conclúımos que 〈∇Fi(x̂) , v〉 = 0, para todo i ∈ J , contradizendo

(3.28). Logo x̂ é ponto Pareto cŕıtico para o Problema (3.1).

3.2 Um algoritmo proximal inexato

Nesta seção apresentamos uma versão inexata do algoritmo MEPPF, o qual deno-

tamos por MEPPFI.

3.2.1 O algoritmo MEPPFI

Seja F : Rn → Rm uma aplicação que satisfaz às hipóteses C2 e C4, e considere

três sequências: a sequência de termos reais positivos dos parâmetros proximais

{αk}, a sequência {ek} ⊂ Rm
++ tal que ‖ek‖ = 1, e a sequência {zk} ⊂ Rm

+\ {0} tal

que ‖zk‖ = 1.

Este método gera uma sequência
{
xk
}
k∈N pela seguinte recursão:

Inicialização: Escolha um ponto inicial arbitrário

x0 ∈ Rn (3.30)

42



Passo principal: Dado xk, defina a função Ψk : Rn → R tal que Ψk(x) =

〈F (x), zk〉, e considere Ωk =
{
x ∈ Rn : F (x) � F (xk)

}
. Tome como xk+1 qual-

quer vetor x ∈ Ωk tal que existe εk ≥ 0, satisfazendo:

0 ∈ ∂̂εkΨk(x) + αk 〈ek, zk〉
(
x− xk

)
+NΩk

(x), (3.31)

lim
k→+∞

εk = 0 . (3.32)

3.2.2 Existência das Iteradas

Nesta subseção, garantimos que a sequência gerada pelo algoritmo MEPPFI está

bem definida.

Proposição 3.2.1 (Existência das iterações) Seja F : Rn −→ Rm uma aplicação

satisfazendo (C4). Então a sequência
{
xk
}

, gerada pelo algoritmo MEPPFI, dado

por (3.31) e (3.32), está bem definida.

Prova: Seja x0 ∈ Rn um ponto escolhido inicialmente. Dado xk, mostraremos

que existe xk+1 satisfazendo a condição (3.31). Para isto defina a função ϕk(x) =

〈F (x), zk〉+ αk

2
〈ek, zk〉

∥∥x− xk∥∥2
+δΩk

(x) = Ψk(x)+ αk

2
〈ek, zk〉

∥∥x− xk∥∥2
. De forma

análoga demonstrada no Teorema 3.1.1 existe xk+1 ∈ Ωk, não necessariamente

único devido à não convexidade da F , o qual é um mı́nimo global de ϕk(.), assim, a

Proposição 1.1.6, Observação 1.1.2, garante que xk+1 satisfaz

0 ∈ ∂̂
(
〈F (.), zk〉+

αk
2
〈ek, zk〉 ‖ . − xk‖2 + δΩk

(.)
)

(xk+1).

Da Proposição 1.1.7 (iii), conclui-se que

0 ∈ ∂̂Ψk(x
k+1) + αk 〈ek, zk〉

(
xk+1 − xk

)
+NΩk

(xk+1).

Pela Observação 1.1.3, xk+1 satisfaz (3.31) para εk = 0, o qual satisfaz trivialmente

(3.32).

A seguir mostraremos que a sequência gerada pelo algoritmo MEPPFI é

limitada. Para isto, são necessárias hipóteses adicionais sobre as sequências {εk} ,

{νk}, onde esta última é a sequência dos vetores que pertencem ao cone normal em

relação ao conjunto Ωk, e a distância euclidiana.

Hipótese (B1):
∞∑
k=1

δk <∞, onde δk = max

{
εk
βk
,
‖vk‖
βk

}
.
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Observação 3.2.1 Considere h1(x) =
n∑
i=1

x2
i = ‖x‖2 = 〈x, x〉. Logo ∇h1(x) = 2x.

A distância de Bregman definida por h1, Dh1 é:

Dh1(x, y) = h1(x)− h1(y)− 〈∇h1(y), x− y〉

= ‖x‖2 − ‖y‖2 − 2〈y, x− y〉

= ‖x‖2 − 2〈y, x〉+ ‖y‖2 = ‖x− y‖2.

Por Kaplan e Tichatschke [24], para cada x ∈ Rn, existem constantes γ(x) > 0 e

c(x) tal que:

‖x− z‖2 + c(x) ≥ γ(x)‖x− z‖, z ∈ Rn

Proposição 3.2.2 Seja
{
xk
}

uma sequência gerada pelo algoritmo MEPPFI. Se

as hipóteses (C2), (C3), (C4) e (B1) são satisfeitas, então para cada x̂ ∈ E,

{
∥∥x̂− xk∥∥2} é uma sequência convergente.

Prova: Seja {xk}k∈N uma sequência gerada pelo algoritmo MEPPFI,. Pela

hipótese (C3) temos que o conjunto E é não vazio. Por (3.31), existem gk ∈
∂̂εkΨk(x

k+1) e νk ∈ NΩk
(xk+1) tais que

0 = gk + βk
(
xk+1 − xk

)
+ νk, onde βk = αk 〈ek, zk〉 > 0.

Segue que para todo x ∈ Rn tem-se:

〈−gk, x− xk+1〉+ βk〈xk − xk+1, x− xk+1〉 = 〈νk, x− xk+1〉 ≤ ‖νk‖‖x− xk+1‖

E assim,

〈xk − xk+1, x− xk+1〉 ≤ 1

βk

(
〈gk, x− xk+1〉+ ‖νk‖‖x− xk+1‖

)
. (3.33)

Observe que, ∀ x ∈ Rn:∥∥∥x− xk∥∥∥2
=

∥∥∥x− xk+1
∥∥∥2

+
∥∥∥xk+1 − xk

∥∥∥2
+ 2

〈
x− xk+1, xk+1 − xk

〉
∥∥∥x− xk∥∥∥2

−
∥∥∥x− xk+1

∥∥∥2
≥ 2

〈
xk+1 − xk, x− xk+1

〉
∥∥∥x− xk+1

∥∥∥2
−

∥∥∥x− xk∥∥∥2
≤ 2

〈
xk − xk+1, x− xk+1

〉
(3.34)

Substituindo (3.33), em (3.34), obtemos:

∥∥x− xk+1
∥∥2 −

∥∥x− xk∥∥2 ≤ 2

βk

(
〈gk, x− xk+1〉+ ‖νk‖‖x− xk+1‖

)
. (3.35)
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Por outro lado, sendo Ψk(x) = 〈F (x), zk〉, onde F : Rn → Rm é continuamente

diferenciável, então Ψk : Rn → Rm é continuamente diferenciável com derivada dada

por ∇Ψk. Pela Proposição 1.1.9 obtemos:

∂εkΨk(x) = ∇Ψk(x) + εkB, (3.36)

onde B é a bola unitária fechada em Rn, centrada em zero.

Além disso, ∂̂εkΨk(x) ⊂ ∂εkΨk(x), (conferir (2.12)em Jofré et al. [23]). Como

gk ∈ ∂̂εkΨk(x
k+1), temos que gk ∈ ∂εkΨk(x

k+1), então gk = ∇Ψk(x
k+1) + εkhk, com

‖hk‖ ≤ 1.

Seja agora x̂ ∈ E fixo. Assim

〈gk, x̂− xk+1〉 =
〈
∇Ψk(x

k+1) + εkhk , x̂− xk+1
〉

=
m∑
i=1

〈
∇Fi(xk+1) , x̂− xk+1

〉
(zk)i + εk

〈
hk , x̂− xk+1

〉
(3.37)

Pela Proposição 3.1.5 conclúımos que (3.37) torna-se:

〈gk, x̂− xk+1〉 ≤ εk
〈
hk , x̂− xk+1

〉
≤ εk‖x̂− xk+1‖

(3.38)

Agora, pela Observação 3.2.1 com x = x̂ e z = xk+1, segue que

‖x̂− xk+1‖ ≤ 1

γ(x̂)

(
‖x̂− xk+1‖2 + c(x̂)

)
(3.39)

Considere x = x̂ em (3.35), utilize (3.38), (3.39) e a hipótese (B1) para obtermos

∥∥x̂− xk+1
∥∥2 −

∥∥x̂− xk∥∥2 ≤ 2

βk
(εk + ‖νk‖) ‖x̂− xk+1‖

≤ 2

γ(x̂)

εk
βk

∥∥x̂− xk+1
∥∥2

+
2c(x̂)

γ (x̂)

‖νk‖
βk

≤ 2δk
γ(x̂)

∥∥x̂− xk+1
∥∥2

+
2c(x̂)

γ (x̂)
δk. (3.40)

Logo

∥∥x̂− xk+1
∥∥2 ≤

(
1− 2δk

γ(x̂)

)−1 [∥∥x̂− xk∥∥2
+

2c(x̂)

γ (x̂)
δk

]
. (3.41)
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A hipótese (B1) garante que

δk
γ(x̂)

<
1

4
, k > k0,

para k0 suficientemente grande. Assim,

1 ≤
(

1− 2δk
γ(x̂)

)−1

≤
(

1 +
4δk
γ(x̂)

)
< 2, para k ≥ k0,

o que combinando com (3.41), resulta em

∥∥x̂− xk+1
∥∥2 ≤

(
1 +

4δk
γ(x̂)

)∥∥x̂− xk∥∥2
+

4c(x̂)

γ (x̂)
δk. (3.42)

Desde que
∞∑
i=1

δk <∞, aplicando o Lema 1.1.1 à desigualdade (3.42) , obtém-se

a convergência de {
∥∥x̂− xk∥∥2}, para cada x̂ ∈ E.

Observe que a convergência da sequência {
∥∥x̂− xk∥∥2} implica na convergência

desta sequência {
∥∥x̂− xk∥∥}, e portanto na sua limitação, isto é, existe M ∈ R+, tal

que ∥∥x̂− xk∥∥ ≤M, ∀ k ∈ N. (3.43)

Desde que

‖xk‖ ≤ ‖xk − x̂‖+ ‖x̂‖,

conclúımos que {xk} é limitada, e por sua vez garantimos que o conjunto de pontos

de acumulação desta sequência é não vazio.

3.2.3 Análise de convergência do MEPPFI

Proposição 3.2.3 (Convergência para algum ponto de E)

Se as hipóteses (C2), (C3), (C4) e (B1) são satisfeitas, então a sequência
{
xk
}

gerada pelo algoritmo MEPPFI converge para algum ponto do conjunto E.

Prova: Da Proposição 3.2.2 conclúımos que a sequência
{
xk
}

é limitada, então

existe uma subsequência
{
xkj
}

tal que lim
j→+∞

xkj = x̂. Desde que F é cont́ınua em Rn,

então a função 〈F (.), z〉 é também cont́ınua em Rn para todo z ∈ Rm, em particular,

para todo z ∈ Rm
+\ {0}, e 〈F (x̂), z〉 = lim

j→+∞

〈
F (xkj), z

〉
. Por outro lado, como

xk+1 ∈ Ωk, temos que F (xk+1) � F (xk), e visto que z ∈ Rm
+\ {0}, conclúımos que〈

F (xk+1), z
〉
≤
〈
F (xk), z

〉
. Além disso, da Observação 3.1.1, podemos assumir que a

função 〈F (.), z〉 é limitada inferiormente, para cada z ∈ Rm
+\ {0}. Então a sequência{〈

F (xk), z
〉}

é não crescente e limitada inferiormente, portanto convergente. Assim,
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〈F (x̂), z〉 = lim
j→+∞

〈
F (xkj ), z

〉
= lim

j→+∞

〈
F (xk), z

〉
= infk∈N

{〈
F (xk), z

〉}
≤
〈
F (xk), z

〉
.

Logo
〈
F (xk)− F (x̂), z

〉
≥ 0, ∀ k ∈ N,∀ z ∈ Rm

+\ {0}. Conclúımos que F (xk) −
F (x̂) ∈ Rm

+ , isto é, F (x̂) � F (xk),∀ k ∈ N. Portanto x̂ ∈ E. Agora, pela Proposição

3.2.2 temos que a sequência {
∥∥x̂− xk∥∥} é convergente, e visto que lim

k→+∞

∥∥xkj − x̂∥∥ =

0, conclúımos que lim
k→+∞

∥∥xk − x̂∥∥ = 0, isto é, lim
k→+∞

xk = x̂.

Teorema 3.2.1 Suponha que as hipóteses (C2), (C3), (C4) e (B1) são satisfeitas.

Se 0 < αk < α̃, então a sequência {xk} gerada pelo algoritmo MEPPFI, (3.30),

(3.31) e (3.32), converge para um ponto Pareto cŕıtico do problema (3.1).

Prova: Considere
{
xk
}

uma sequência gerada pelo algoritmo MEPPFI. Pela
Proposição 3.2.3 existe x̂ ∈ E tal que lim

j→+∞
xk = x̂. Além disto, como a sequência{

zk
}

é limitada, então ∃
{
zkj
}
j∈N tal que lim

j→+∞
zkj = z̄, com z̄ ∈ Rm

+\ {0}. Por

(3.31) existe gkj ∈ ∂̂εkj Ψkj(x
kj+1), tal que gkj = ∇Ψkj(x

kj+1)+εkjhkj com ‖hkj‖ ≤ 1,

e νkj ∈ NΩkj
(xkj+1), tal que:

0 =

m∑
i=1

∇Fi(x
kj+1)(zkj

)i + εkj
hkj

+ αkj

〈
ekj

, zkj

〉 (
xkj+1 − xkj

)
+ νkj

(3.44)

Visto que νkj ∈ NΩkj
(xkj+1) então,

〈
νkj , x− xkj+1

〉
≤ 0, ∀ x ∈ Ωkj (3.45)

Tome x̄ ∈ E. Por definição E ⊂ Ωk, ∀ k ∈ N, logo x̄ ∈ Ωkj . Combinando (3.45) com
x = x̄ e (3.44), temos que:

0 ≤

〈
m∑
i=1

∇Fi(x
kj+1)(zkj

)i , x̄− xkj+1

〉
+ εkj

〈
hkj

, x̄− xkj+1
〉

+

+ αkj

〈
ekj , zkj

〉 〈
xkj+1 − xkj , x̄− xkj+1

〉
≤

〈
m∑
i=1

∇Fi(x
kj+1)(zkj

)i , x̄− xkj+1

〉
+ εkj

M + α̃
〈
xkj+1 − xkj , x̄− xkj+1

〉
(3.46)

Observe que, ∀ x ∈ Rn:

∥∥x− xk∥∥2 =
∥∥x− xk+1

∥∥2 +
∥∥xk+1 − xk

∥∥2 + 2
〈
x− xk+1, xk+1 − xk

〉∥∥xk+1 − xk
∥∥2 =

∥∥x− xk∥∥2 − ∥∥x− xk+1
∥∥2 + 2

〈
xk − xk+1, x− xk+1

〉
(3.47)

Agora de (3.33) com x = x̄ ∈ E, e (3.38), obtemos

〈
xk − xk+1, x̄− xk+1

〉
≤
∥∥x̄− xk+1

∥∥( εk
βk

+
‖νk‖
βk

)
≤ 2Mδk
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Assim, de (3.47), com x = x̄ obtemos

0 ≤
∥∥xk+1 − xk

∥∥2 ≤
∥∥x̄− xk∥∥2 −

∥∥x̄− xk+1
∥∥2

+ 4Mδk (3.48)

Visto que a sequência {
∥∥x̄− xk∥∥} é convergente e que

∞∑
i=1

δk < ∞, de (3.48) con-

clúımos que lim
k→+∞

∥∥xk+1 − xk
∥∥ = 0. Além disto, como

0 ≤
∥∥xkj+1 − x̄

∥∥ ≤ ‖xkj+1 − xkj‖+ ‖xkj − x̄‖, (3.49)

conclúımos que a sequência {
∥∥x̄− xkj+1

∥∥} é limitada.

Assim, voltando a (3.46), visto que lim
k→+∞

εk = 0, lim
j→+∞

xk = x̂ e lim
j→+∞

zkj = z̄,

tomando o limite em (3.46) quando j → +∞, obtemos

m∑
i=1

z̄i 〈∇Fi(x̂) , x̄− x̂〉 ≥ 0 (3.50)

Portanto, de forma análoga como demonstrado no Teorema 3.1.4, a partir de (3.25)

conclui-se que x̂ é ponto Pareto cŕıtico para o problema de otimização multiobjetivo

irrestrito (3.1).
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Caṕıtulo 4

Conclusão

Este caṕıtulo refere-se às considerações finais, e uma projeção de trabalhos futuros

que dá prosseguimento a esta pesquisa.

4.0.4 Considerações finais

Neste trabalho propõe-se estudar o problema

min{F (x) : x ∈ Rn}

onde F : Rn −→ Rm é uma função vetorial quase-convexa, não necessariamente

diferenciável, no espaço Euclidiano Rn.

Propõe-se dois métodos de ponto proximal de valor escalar para este problema,

um usando o subdiferencial de Clarke e outro usando o subdiferencial de Frechét,

isto é justificado pois no caso não convexo e não diferenciável não existe na atuali-

dade um conceito de subdiferencial apropriado útil para garantir convergência dos

métodos proximais. Depois analisa-se a convergência das sequências geradas por

estes métodos para pontos Pareto cŕıticos e pontos Pareto fracos. Em geral os resul-

tados obtidos mantém as propiedades de convergência global do caso convexo para

pontos Pareto cŕıticos do problema, e obtemos os mesmos resultados conhecidos na

literatura, no caso convexo.

Consideramos esta pesquisa como uma primeira abordagem para resolver esta

classe de problemas usando métodos proximais e nosso algoritmo como base para a

construção de outros métodos mais eficientes que considerem erros computacionais

e aproximação da função objetivo como os métodos de feixes.

O método de ponto proximal MEPPC, apresentado no caṕıtulo 2, tem como

propósito resolver problemas de otimização multiobjetivo quando a função é local-

mente Lipschitz em todo o espaço e obtém convergência fraca a um ponto Pareto

cŕıtico para funções objetivo não convexas e convergência forte (convergência glo-

49



bal) para funções quase-convexas satisfazendo à hipótese de completude H3. Esta

hipótese é bem natural e utilizada também para a convergência do método proxi-

mal no caso convexo. Uma modificação importante do algoritmo, para uma futura

implementação computacional, seria garantir que a sequência gerada pelo método

pertença ao interior de Ωk, para que em cada iteração se obtenha simplesmente

encontrar xk+1 ∈ int(Ωk) tal que:

0 ∈ ∂o
(
〈F (.), zk〉+

αk
2
〈ek, zk〉 ‖ . − xk‖2

)
(xk+1)

Isto reduziria muito o custo computacional em cada iteração. Uma outra coisa

que pode ser pesquisada é sobre que condições o ponto de convergência do método

MEPPC é uma solução Pareto ou Pareto fraca. Neste caṕıtulo não apresentamos

uma versão inexata, pois, segundo nossa pesquisa, a teoria de ε subdifferencial de

Clarke não foi desenvolvida.

O método de ponto proximal MEPPF, apresentado no caṕıtulo 3, tem os mes-

mos objetivos do caṕıtulo anterior, mas trabalha para uma classe maior de funções,

isto é, para funções arbitrárias não necessariamente localmente Lipschitzianas. So-

bre as hipóteses C1, C2 e C3, (funções s.c.i, quase-convexas e que satisfazem a

hipótese de completude) se obtém a convergência global do método para um con-

junto que contém o conjunto de soluções Pareto fracos. Se além disso a função F

é cont́ınua, obtemos a convergência para uma ponto cŕıtico em um sentido genera-

lizado. Para mostrar sua aplicabilidade apresentamos uma versão exata e inexata

para o caso quando F é continuamente diferenciável. Prova-se no Terorema 3.2.1 a

convergência fraca para um ponto Pareto cŕıtico.

A extensão dos métodos proximais do caso convexo para o caso quase-convexo

não é muito simples como aparentemente se possa perceber. A maior dificuldade

enfrentada, foi quando se considera funções quase-convexas, pois perde-se algumas

propriedades em relação às funções convexas, por exemplo, o uso do subdiferencial

de Fenchel e suas propriedades como a desigualdade do subgradiente no sentido da

análise convexa, e a perda da continuidade. Por isso de alguma forma impomos

esta condição. Além disso existem resultados que só podem ser utilizados quando

a função é convexa, por exemplo, Teorema 2.10 do Luc [27]. Assim para contornar

isso consideramos algoritmos de valor escalar, e a definição do cone Normal. Além

disto, algumas definições, como por exemplo, ponto Pareto cŕıtico para o problema

min{F (X) : x ∈ Rn}, no caso em que F não é diferenciável, utilizando o subdife-

rencial de Fréchet, pois no caso em que utilizamos o subdiferencial de Clarke, e F é

localmente Lipschitz, foi definido o que significa um ponto Pareto-Clarke cŕıtico do

problema. Por este motivo, a convergência no Teorema 3.1.3, foi estabelecida em

um sentido generalizado.
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Os algoritmos propostos nesta tese foram baseados no método proximal inexato

para problemas de minimização convexa multiobjetivo estudado por Bonnel et al.

[8]. E observamos que o termo 〈ek, zk〉 não desempenha um papel importante para

a convergência dos métodos propostos, e portanto podemos omit́ı-lo.

E por fim, observamos que no artigo publicado recentemente do Bento et al. [6]

os autores apresentam um algoritmo de ponto proximal para otimização multiob-

jetivo quase-convexa assumindo um processo iterativo que utiliza uma função de

escalarização variável f : Rm −→ R, dada por

f(y) = inf{t ∈ R : te ∈ y + Rm
+}, e = (1, ..., 1) ∈ Rm

a qual satisfaz algumas propriedades. Enquanto os algoritmos propostos nesta tese

utiliza-se a escalarização dada pelo produto interno.

4.0.5 Trabalhos futuros

A seguir destacamos algumas possibilidades para continuidade desta pesquisa:

• No caso irrestrito substituir a regularização quadrática por uma regularização

de métrica variável para que em cada iteração tenhamos um subproblema mais

acceśıvel do ponto de vista computacional.

• Estender a abrangência dos algoritmos propostos para otimização multiob-

jetivo com restrições usando outro tipo de regularização, como por exemplo:

distância de Bregmann, ϕ−divergência, distância proximal ou quase-distância;

• Propor uma versão inexata para o algoritmo MEPPC;

• Implementação de MEPPC e MEPPF;

• Estender a abrangência dos algoritmos propostos para aplicações F : M → Rm

onde M é uma variedade Riemanniana conexa n-dimensional;

• Estabelecer um algoritmo para resolver o problema restrito:

min{F (x) : x ∈ S},

onde X é um espaço de Hilbert real, Y um espaço de Banach real, S ⊂ X e

F uma aplicação quase-convexa de X em Y ∪ {+∞}. Este tipo de problema

tem aplicação em Controle Ótimo.
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[16] Fliege, J., Granã Drummond, L.M. e Svaiter, B.F.: Newton’s Method

for Multiobjective Optimization. SIAM Journal on Optimization. 20, 602-

626, (2009).

[17] Granã Drummond, L.M. e Svaiter, B.F.: A steepest descent method for

vector optimization. Journal of Computational and Applied. Mathema-

tics. 175, 395-414, (2005).
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